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Zusammenfassung

Im Mittelpunkt dervorliegendenArbeit stehenMethodenzur VerbesserungderErkennungslei-
stungeinesSystemszur automatischenErkennungvon gesprochenerSprache.Im Besonderen

werdenhierbei Methodenzur Parameterschätzungfür Hidden–Markov–Modelle, dem Lernen
desSystemsanhandeiner Trainingsstichprobe,betrachtet.Von dem Standardschätzverfahren
MaximumLikelihood ist bekannt,daßesbei denpraktischimmergegebenenEinschränkungen

durcheinebegrenzteTrainingsstichprobeundvereinfachteModellannahmennichtzueineropti-
malenLösungim SinnederErkennungsgenauigkeit führt.BeimMaximumLikelihoodVerfahren

wird lediglich derParametersatzgefunden,dessenModellwahrscheinlichkeit für die Trainings-
mengeeinMaximumannimmt.Jedochist esdurchdenEinsatzvonsogenanntendiskriminativen

Methodenandererseitsmöglich,einenaufoptimaleTrennbarkeit derKlassenausgerichtetenPa-
rametersatzzu finden.Bei demVerfahrenMinimumClassificationError (MCE), auf dasdiese

Arbeit aufbaut,könnendieModellparametersogarbezüglicheinerfür dieAnwendungentschei-
dendenGrößewie derWortfehlerrateoptimiertwerden.

Mit Hilfe derandieModellstrukturendesuntersuchtenSystemsangepaßtenLernalgorithmus

konntegezeigtwerden,daßsichdurchdieMCE–basierteNachschätzungvonVerteilungsmittel-
punktensignifikanteVerbesserungenderWorterkennungsrateerreichenlassen.EineAnalyseder

Beziehungenzwischender Mengefreier Systemparameterund der Mengezur Verfügungste-
henderTrainingsmusterergab,daßdasdiskriminative Training für Systememit wenig freien

Parameternbesonderswirksamist. Weiterhinzeigtesich,daßdasMCE–VerfahrendasPotential
großerTrainingsdatenbankenbessernutzenkannalsdasMaximumLikelihoodVerfahren.

Zur EinstellungeineskritischenParametersderbeimMCE–VerfahrennotwendigenFehler-

approximationwurdeeinSchemaerstellt,daseserlaubt,dieoptimaleEinstellungdesParameters
leichtzufinden.Mit Hilfe einerspeziellenNormierungstechnikkonntedaszurOptimierungnot-

wendigeGradientenabstiegsverfahrensoverbessertwerden,daßein gutesKonvergenzverhalten
einfacherreichtwerdenkann.Durchdie EinführungeinersogenanntenstandardisiertenSchritt-

weitekonntedasin derpraktischenAnwendungdiffizile ProblemderSchrittweitensteuerungfür
dasGradientenabstiegsverfahrenerheblichentschärftwerden.Durchdiesedrei vorgestelltenal-
gorithmischenErweiterungenvereinfachtsichdie AnwendungdesMCE–Trainingsverfahrenin

derPraxiserheblich.
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Anhandmehrerer, für TelefondialogsystemewichtigerErkennungs–undTrainingsaufgaben
wurdenverschiedeneVariantendesdiskriminativenTrainingsverglichen.Dabeiwurdenneben

wortschatzunabhängigemTraining folgendeTrainings–bzw. Erkennungsaufgabenbetrachtet:
Einzelworterkennungmit kleinemWortschatz,kontinuierlicheErkennungvon Zif fern und Er-

kennungvon Buchstabenfolgen.BesondererWert wurdehierbeiauf denZusammenhangzwi-
schendemZiel der Optimierungund der für die AnwendungrelevantenGröße,der Wortfeh-
lerrate,gelegt, wasin der Literaturbisherkaumberücksichtigtwurde.Dabeierwiesensich für

dasuntersuchteSystemglobale,auf die eigentlicheAnwendungausgerichteteOptimierungskri-
teriengegenüberlokalenKriterien wie derMinimierungderZustandsfehlerratein denverwen-

detenHidden–Markov–Modellenalsüberlegen.Für die OptimierungderFehlerauf Ebenevon
WörternundWortfolgenkonntensignifikanteVerbesserungenfür alle Anwendungsfälleerzielt

werden.Für ein auf einenkleinenWortschatzoptimiertesTraining konnteeineReduktionder
Wortfehlerratevon bis zu 48%undfür wortschatzunabhängigesTrainingbei größeremVokabu-

lar vonbis zu9% erzieltwerden.
DasMCE–Trainingsverfahrenwurdeum ein Konzeptzur Verwendungvon a–priori–Wort-

Verwechslungsmatrizenerweitert,mit derenHilfe unteranderemAussprachevariantenfür das

diskriminative Training berücksichtigtwerdenkönnen.Um die für die Durchführungder Pa-
rameteroptimierungerforderlichehoheRechenzeitzu reduzieren,wurdenzwei Verfahrenzur

BeschleunigungdesTrainingsverfahrensvorgestellt.Mit diesenVerfahrenkonntedasTraining
für unterschiedlicheAnwendungenin wenigeralsderHälftedersonsterforderlichenZeit durch-

geführtwerden.Im Hinblick auf die Verwendungvon sogenanntenFüllwörtern,auf die nicht–
stationäreGeräuscheabgebildetwerden,wurdenspeziellabgestimmteAlgorithmeneingeführt.
DurchdievorgeschlagenekonsistenteIntegrationderFüllwörterin dasMCE–Trainingfür Wort-

folgenkonntedieWortfehlerratefür Zif fernkettennochmalsum 18%reduziertwerden.
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Kapitel 1

Einleitung

1.1 Spracherkennung als Mittel der Mensch–Maschine–

Kommunikation

SeitnunmehrmehrerenJahrzehntenarbeitenForscheranderEntwicklungeinerautomatischen

Spracherkennung,derhörendenMaschine. SeitdemEinsatzvon stochastischenMethoden,ins-
besonderevonsogenanntenHidden–Markov–Modellen(HMM) abca.1980,hatdieseDisziplin

rasanteFortschrittegemacht.AuchdiewachsendeVerfügbarkeit vonSprachdatenbankenhatder
ErforschungdieserSystemegroßenAuftrieb beschert.

Nicht zuletztdemexponentiellenWachstumder Leistungsfähigkeit von Mikroprozessorsy-
stemenist eszu verdanken,daßspracherkennendeSystemegegenEndeder90’er Jahrein viele

BereichedestäglichenLebensEinzuggehaltenhaben.Besonderspopulärist Spracherkennungs-
softwarezum Diktieren von Texten an Personalcomputern.DieseSystemebietenschonheute
eineakzeptableErkennungssicherheit,wobeijedochmeisteineTrainingsphasezursprecherspe-

zifischenAnpassungdesSystemsandenBenutzernotwendigist. Der NutzendieserDiktiersy-
stemeliegt hauptsächlichin derschnellerenTexteingabeim VergleichzurEingabeüberTastatur

— einenicht–professionelleBeherrschungderMaschinenschriftvorausgesetzt.
Daswohl größerePotentialfür die automatischeSpracherkennungbietetdie Nutzungdes

größtenAutomatender Welt — desTelefonnetzes.Die 10 oder12 TasteneinesnormalenTe-
lefonsbietendemBenutzervon interaktiven Dienstenein sehrbeschränktesEingabemedium.

Dienste,die auf diesesEingabemediumbauen,sind meistsehrbedienungsunfreundlichund in
ihrer Leistungsfähigkeit starkeingeschränkt.DabeibietetsicheinefastunendlicheVielzahlvon

Anwendungsmöglichkeitenfür Telefondialogsysteme.AngefangenvonAuskunftssystemen,wie
einerFahrplanauskunft,bis hin zu komplexen Interaktionenwie der Abwicklung von Bankge-
schäftensinddie Möglichkeitenfastunbegrenzt.Ist einTelefondialogsystemandasTelefonnetz

angeschlossen,stehtdie angeboteneDienstleistungquasianjedemOrt derErdezur Verfügung.

1
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DerstarkwachsendeMarkt derMobiltelefoniekannhieralsKatalysatorfür denMarkt für inter-
aktiveDiensteüberTelefondienen.

MehrereGesichtspunktemachendieSpracherkennungüberTelefonjedochrelativ schwierig.
Zum einenstehtdasSystemim allgemeinennicht nur einemBenutzerzur Verfügung,wasdie

sprecherunabhängigeFunktionsweisederErkennungnotwendigmacht.

Desweiterenbereitendie geringeBandbreitedesTelefonkanalsund die Vielfalt der durch

verschiedeneMikrophoneundÜbertragungskanälebestehendenvariablenÜbertragungscharak-
teristikenerheblicheProbleme.

Die Mehrzahlder heuteangebotenensprachgesteuertenDienstesind von einfacherNatur.
Häufig wird einfachdie Eingabeüberdie TastendesTelefonsdurcheineEingabeder entspre-

chendenWörterersetzt.DasErgebnisist oft nicht sehrbenutzerfreundlichundwenigleistungs-
fähig.EsexistierenauchschoneinzelneSystememit größeremWortschatzundErkennungkon-

tinuierlicherSprache,dieeinenbesserenBenutzerkomfort bieten.

Allen Systemengemeinsamist die heute noch sehr beschränkteLeistungsfähigkeit der

Spracherkennung.Eine hoheErkennungsgenauigkeit ist jedochGrundvoraussetzungfür eine
AkzeptanzeinesTelefondialogsystemsdurchdie Benutzer. Man kanndavon ausgehen,daßein

heutigerautomatischerSpracherkennerim Schnittzehnmalsoviele Wörter falschodernicht er-
kenntwie ein Mensch.Untersuchungenbelegen,daßdie reduzierteErkennungsgenauigkeit der

heutigenSystemezu einemGroßteil nicht auf die fehlendeIntegration von höheremWissen
(Pragmatik)zurückzuführenist. Einen großenSchwachpunktstellt die akustisch–phonetische
Modellierung dar. Den Kern der akustisch–phonetischenModellierung stellen in einem auf

Hidden–Markov–Modellen–basiertenSystemdie anhandder Trainingsstichprobegeschätzten
ParameterderModelle— die ReferenzmusterderSprachlaute— dar.

Zur Verbesserungderakustisch–phonetischenModellierungbestehtzumeinendieMöglich-
keit, die prinzipielle Struktur der Modelle zum ändern.Ein weitererAnsatzpunktist die Ver-

besserungder Schätzmethodenfür die Parameterder Modelle.Der auchals Training bezeich-
neteVorgangdesLernensvon Modellparameternsteht im Mittelpunkt der vorliegendenAr-

beit. Ausgehendvon einempraxisnahenForschungssystemwerdensogenanntediskriminative
Lernverfahrenuntersucht.Diesenüberdie StandardmethodenhinausgehendenMethodenist ei-

neAnalysederWechselwirkungvonkorrekterKlassifikationundmöglicherFalschklassifikation
gemeinsam.DasZiel derArbeit ist eineVerbesserungderErkennungsleistungvonSpracherken-
nungssystemenmittelsdiskriminativerMethoden.BesondereBerücksichtigungfindetdabeistets

die Einsetzbarkeit in realenTelefondialogsystemen.
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1.2 Aufbau einesSpracherkennungssystems

Bis aufsehrwenigeAusnahmen,beidenenderKlassifikatordirektaufdasZeitsignalderSprache

aufsetzt([Liaw undBerger, 1998]), lassensichSystemezur automatischenSpracherkennungin
die FunktionsblöckeMerkmalsextraktionundKlassifikationaufteilen(sieheAbbildung1.1).

Merkmalsextraktion

Klassifikation

X 	�
�x1 � �x2 ���������
W

Zeit

Zeitsignal

Abbildung 1.1: AufbaueinesSpracherkennungssystemsausMerkmalsextraktionundKlassifi-
kation

Merkmalsextraktion Der Eingangder Merkmalsextraktion ist mit dem zeitlich abgetaste-
tenundquantisierten(digitalisierten)Zeitsignalderüberein MikrophonaufgezeichnetenSpra-

chebelegt. ZwischendemMikrophonundderDigitalisierungbefindetsicheineÜbertragungs-
strecke, die vielfältig gestaltetseinkann.Eskannsichdabeium dasTelefonnetz,einfacheLei-

tungen,FunkstreckenodereineMischungausunterschiedlichenÜbertragungsmedienhandeln.
NatürlichkanndasdigitaleSprachsignalauchüberverschiedeneMedienübertragenwordensein,
bevor esin dieMerkmalsextraktioneingespeistwird.

DasErgebnisder Merkmalsextraktion ist im allgemeineneineAbfolge X von hochdimen-

sionalenMerkmalsvektoren,die ausdemZeitsignalgewonnenwurden.Die AufgabederMerk-
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malsextraktionbestehtin einerDatenreduktionmit einerandenKlassifikatorangepaßtenStruk-
turierungderfür die KlassifikationrelevantenInformation.Üblicherweisewird dabeieineAna-

lysedesSignalsim Frequenzbereichmit Hilfe einerZeit–Frequenztransformation,wie derFou-
rieranalyse,verwendet.Auch im demuntersuchtenSystemkommteineschnelleFourieranalyse

(fast fourier transformation,FFT) zum Einsatz,die alle 10 ms auf einengefiltertenund ge-
fensterten,25 ms langenAbschnittdesZeitsignalsangewandtwird. Die gewonnenenEnergien
werdenschwellwertbegrenztund logarithmiert.Das logarithmierteSpektrumwird an äquidi-

stanten24 PunktenderMel–Skala([ZwickerundFastl, 1990]) mit sinc–Kernen(sin� x�
x ) gefaltet

(cepstraleGlättung)und lautheitsnormiert.Zur Elimination von linearenÜbertragungsfunktio-

nen,die z.B. durchunterschiedlicheMikrophoneentstehenkönnen,werdendie logarithmierten
Energien überder Zeit hochpaßgefiltert.DiesenVorgangnenntmanauchKanalkompensation

([HauensteinundMarschall, 1995]). Die logarithmierteEnergie desSprachfensterswird eben-
falls überderZeit hochpaßgefiltertunddemMerkmalsvektoralseineweitereKomponentehin-

zugefügt.DarüberhinausbildendieersteundzweitezeitlicheAbleitungderEnergiekomponente
weitereMerkmalskomponenten.Die 24 logarithmiertenKanalenergien werdenzu 12 Kompo-
nentengemittelt,undderenersteundzweitezeitlicheAbleitungenvervollständigendenMerk-

malsvektor.

Die hier nur kurz beschriebeneMethodeder Merkmalsextraktion ist als Melfilter bekannt.

GenauereAngabenkönnen[Zünkler, 1991] und [Westendorf, 1995] entnommenwerden.Eine
sehrvollständigeundausderSichtdieserArbeit aktuelleDarstellungfindetsichin [Junkawitsch,
2000].

Klassifikation Die Aufgabeder Klassifikationist es,ausgehendvon der Abfolge der Merk-
malsvektorenX diegesprocheneFolgevonWörternW zubestimmen.Nebendenin dieserArbeit

verwendetenHidden–Markov–ModellenwerdenauchkünstlicheneuronaleNetze([Robinson,
1994]) oderauchsogenanntehybrideSystemeausHidden–Markov–Modellenund neuronalen
Netzen([Reichl, 1996]) verwendet.Auf Hidden–Markov–Modellewird in denAbschnitten2

und3 detaillierteingegangen.

1.3 Stand der Technik bei diskriminati ven Methoden für die

Spracherkennung

Von der StandardmethodeMaximum Likelihoodzur Schätzungvon HMM–Parameternist be-
kannt,daßsiebei denin derPraxisgegebenenEinschränkungenwie falschenModellannahmen
undzu kleineTrainingsmengezu keineroptimalenLösungim SinneeinerminimalenFehlerra-

te führt. Deshalbwerdenfür die automatischeSpracherkennungschonseitEndeder80’er Jahre
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diskriminativeMethodeneingesetzt,diedirektaufeinemaximaleKlassentrennbarkeit undsomit
auf einermaximaleErkennungsrateabzielen.Die folgendenAbschnittestellendie wichtigsten

wissenschaftlichenBeiträgezumThemadiskriminativeMethodenfür dieSpracherkennungkurz
vor.

1.3.1 Optimierungskriterien

MMI Bei der erstenVeröffentlichungzum ThemaMaximum–Mutal–Information(MMI) für
die Spracherkennungdürfte es sich um [Bahlu.a., 1986] handeln.Dort wurde die MMI–

basierteOptimierungeinessprecherabhängigendiskretenHidden–Markov–Modellserfolgreich
durchgeführt.In engemZusammenhangdazustehendie in [Brown, 1987] beschriebenenAr-

beiten. Dort wurde das MMI–Kriterium auch für sprecherunabhängigeErkennungbenutzt.
SehrerfolgreichwurdeMMI von denAutorenvon [Cardinu.a., 1991b], [Cardinu.a., 1991a]

und [Normandinu.a., 1994] sowohl für die Zif fernkettenerkennungals auch für kontinuier-
liche Erkennungbei größeremVokabular eingesetzt.Das MMI–Kriterium wird bis heutein
sehrvielen Arbeitenverwendet:z.B. in [NeukirchenundRigoll, 1997], [Valtchev u.a., 1997],

[WarakagodaundJohnsen, 1999] oder[Willett u.a., 1999].

Von denAutorenvon [Bahl u.a., 1986] wurdeder Begriff correctivetraining geprägt.Das

Kriterium ist in [Bahlu.a., 1988] beschrieben.Die Kombinationvon MMI undcorrective trai-
ning,correctiveMMI, wird in [Cardinu.a., 1991a] beschrieben.Aber auchin neuerenArbeiten

wie [SchlüterundMacherey, 1998] wird corrective MMI verwendet.Der Vorteil von corrective
trainingundcorrectiveMMI liegt hauptsächlichin einemreduziertenRechenzeitbedarf,obwohl
auchvoneinerVerbesserungderErkennungsleistungberichtetwird ([Bahl u.a., 1993]).

MCE Zu denerstenVeröffentlichungenzumKriterium MinimumClassificationError (MCE)

zählen[Ljolje u.a., 1990], [ChangundJuang, 1992], [Chouu.a., 1992] und[JuangundKatagiri,

1992]. Ein Grund für die vielen erfolgreichenAnwendungendesMCE–Kriteriumsdürfte in
denzur VerfügungstehendenParameternzur SteuerungdesEinflussesderTrainingsmusterlie-

gen. Das Hauptanwendungsgebietvon MCE liegt bei den kleinen Wortschätzenwie Zif fern
([Chouu.a., 1992], [Chouu.a., 1993], [Rahimu.a., 1997], [Chouu.a., 1994]) und Buchsta-

ben ([ChangundJuang, 1992], [JuangundKatagiri, 1992], [Euler, 1995], [Juangu.a., 1997],
[Gelin-Huetu.a., 1999]). Aber auchzu mittleren ([GandhiundJacob, 1998]) sowie größeren
Wortschätzen([Schlüter, 2000]) findensichVeröffentlichungen.

Vergleich zwischenMMI und MCE Ein direkterund konsistenterVergleich von MMI und
MCE findetsichin [ReichlundRuske, 1995] und[SchlüterundMacherey, 1998]. In beidenAr-

beitenwird aufdie theoretischeÄhnlichkeitenderKriterienhingewiesenundüberähnlicheVer-
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besserungenbeiexperimentellenUntersuchungenberichtet.DasMCE–Kriteriumliefertejedoch
stetsetwasbessereexperimentelleResultate.

Andere Kriterien Nebenden meist verwendetenKriterien MMI und MCE finden sich in

der Literatur noch weitere Kriterien. Einige Kriterien stehenin enger Verwandtschaftzu
MMI und MCE. In [Beaufaysu.a., 1999], [Wu undGuo, 1999] und [Povey undWoodland,

1999] werdenan MMI angelehnteKriterien verwendet.Die in [Gelin-Huetu.a., 1999] und
[Nogueiras-RodriguezundMarinõ, 1998] verwendetenKriterien sind stark an das MCE–
Kriterium angelehnt.In [BahlundPadmanabhan, 1998] und[Gaou.a., 1999] wird einspezielles

diskriminativesMaßverwendet,umdie AnzahlderMixturkomponentenbeiHMMs zusteuern.

1.3.2 Methodenzur Durchführung der Optimierung

Gradientenverfahren In den erstenVeröffentlichungenzum MMI–Kriterium ([Bahl u.a.,
1986] und[Brown, 1987]) wurdenausschließlichGradientenverfahrenzurOptimierungverwen-
det. Die meistenVeröffentlichungenzum MMI–Kriterium verwendenjedochden erweiterten

Baum–Welch–Algorithmus,aufdenim nächstenAbschnitteingegangenwird. Im Gegensatzda-
zu ist für dasMCE–Kriteriumdie Verwendungvon Gradientenverfahrendie Standardmethode.

Insbesonderewird dasVerfahrendesGeneral ProbabilisticDescend(GPD) ([ChangundJuang,
1992], [Chouu.a., 1992], [EulerundZinke, 1992], [JuangundKatagiri, 1992]) verwendet,für

daseseinentheoretischenKonvergenz–Beweisgibt ([JuangundKatagiri, 1992]). Oft wird sogar
dasKürzelGPDalsSynonym für diskriminativesTraining,basierendaufMCE mit GPDalsOp-

timierungsverfahren,eingesetzt([Chouu.a., 1992] und[EulerundZinke, 1992]). Für dasdabei
alskritisch einzuschätzendeProblemderSchrittweitensteuerung([EulerundZinke, 1992]) gibt
esin derLiteratursogut wie keineLösungsvorschläge.

Erweiterter Baum–Welch In [Gopalakrishnanu.a., 1991] wurdendie Grundlagenzur Über-

tragungdesBaum–Welch–Algorithmusauf dasProblemder MMI–basiertenParameterschät-
zung gelegt. DiesererweiterteBaum–Welch bietet insbesonderebezüglichder Steuerungder

Konvergenz Vorteile gegenüberGradientenverfahren und hat sich als Standardmethodefür
die MMI–basierteOptimierungschnelldurchgesetzt(z.B. [Cardinu.a., 1991b], [Kapadiau.a.,

1993] und[Valtchev u.a., 1997]). Der erweiterteBaum–Welch–Algorithmuswird nur seltenfür
die MCE–basierteOptimierungverwendet.Ein Beispielfindetsichin [Schlüteru.a., 1997], wo
auchauf die ÄhnlichkeitenzwischenGPDunderweitertenBaum–Welchbei bestimmtenRand-

bedingungenhingewiesenwird.
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Andere Verfahren In der Literatur finden sich vereinzelt andereOptimierungsverfahren,
hauptsächlichin Zusammenhangmit demMCE–Kriterium: z.B. [Shimodairau.a., 1998]. Als

Besonderheitist hier die Optimierungmittels evolutionärerAlgorithmen zu nennen,die in
[Rudolph, 1999] beschriebenwird.

1.3.3 Trainingsaufgaben

Kleine und mittler e Wortschätze InsbesonderezumMCE–Kriteriumwird bei derMehrheit

der VeröffentlichungeneineOptimierungfür kleine Wortschätzewie Zif fern oderBuchstaben
beschrieben:z.B. [Chouu.a., 1992] und [ChangundJuang, 1992] (vgl. auchAbschnitt1.3.1).

Die durchdasdiskriminativeTraininggegenüberdemMaximum–Likelihood–Trainingerzielten
Verbesserungensindhierbeibeträchtlich.Sieliegenim Bereichvon10%bis50%Reduktionder

Wortfehlerrate.AberauchdasMMI–Kriterium wurdesehrerfolgreichfür dieOptimierungeines
Zif fernkettenerkennerseingesetzt:z.B. [Cardinu.a., 1991b] und[Cardinu.a., 1991a].

Für die kleinenWortschätzewerdenmeistwort– (z.B. [Chouu.a., 1992] und[Euler, 1995])
oderwortfolgenbasierte([Chouu.a., 1993], [Chouu.a., 1994]) Kriterien eingesetzt,dadadurch
gezieltfür dieeigentlicheAnwendungoptimiertwerdenkann.

Beispielefür diskriminativesTrainingbeimittlerenWortschätzensind[Bahl u.a., 1986] und
[Normandinu.a., 1994]. Auch hier wurdenwort– oderwortfolgenbasierteKriterien verwendet.

Verbesserungenbei solchenAnwendungenliegennur im Bereichvon ca. 10% Reduktionder
Wortfehlerrate.

Phonemerkennung Eine Vielzahl von Veröffentlichungenbeschäftigtsich mit der Opti-
mierung der Phonemerkennungsratemit Hilfe eines auf Ebene von isolierten Phonemen
angesiedeltenKriteriums. Beispiele hierfür sind: [Merialdo, 1991], [Kapadiau.a., 1993],

[ReichlundRuske, 1995] und[Nogueiras-RodriguezundMarinõ, 1998]. Ein Kriterium aufEbe-
ne von Phonemfolgenwird in [McDermottundKaragiri, 1997] verwendet.HöherePhonemer-

kennungsratenwerdendort aberauchmit einemKriterium auf Ebeneisolierter Phonemeer-
zielt. Die bezüglichder PhonemerkennungsrateerzieltenVerbesserungenliegenbei den mei-

sten Veröffentlichungenim Bereich von 5% bis 20% Reduktionder Phonemfehlerrate.Lei-
der wird in denwenigstenVeröffentlichungeneineAuswirkungdesPhonem–basiertendiskri-

minativenTrainingsauf die Worterkennungsleistungbeschrieben.Eine Ausnahmehierzustellt
[Nogueiras-RodriguezundMarinõ, 1998] dar, wo eineReduktionderWortfehlerratevon bis zu
40% berichtetwird. Allerdings wird dort ein speziellesVerfahrenzur Optimierungbezüglich

einesvorgegebenenWortschatzesverwendet.
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Große Wortschätze In der Literatur finden sich auch einige Anwendungenvon diskrimi-
nativem Training für großeWortschätze:z.B. [Valtchev u.a., 1997], [NeukirchenundRigoll,

1997], [Willett u.a., 1997], [Ruske u.a., 1998], [Gaou.a., 1999], [Beaufaysu.a., 1999],
[Povey undWoodland, 1999], [Schlüter, 2000]. Bei einigen Veröffentlichungen wie

[Valtchev u.a., 1997] werden Kriterien auf Wortfolgenebeneverwendet, was wegen der
notwendigenkontinuierlichenN–bestSucheeinensehrhohenRechenaufwand zur Folge hat.
Die erzieltenVerbesserungenbzgl. der Worterkennungsrateliegen bei etwa 5% bis 10%. Es

werden jedoch auch Optimierungskriterienauf Zustandsebeneeingesetzt,die bezüglichder
notwendigenRechenleistungklare Vorteile bieten.In [Povey undWoodland, 1999] wird z.B.

ein MMI–basiertesKriterium auf Zustandsebeneverwendet.Dort wird von einerVerbesserung
derWorterkennungsratevon ca.10%berichtet.

1.3.4 SpezielleAnwendungvon diskriminati vem Training

HMM–P arameter NebendenStandardparameternbeiHidden–Markov–Modellenwie Mittel-
punktsvektorenundVarianzenwerdenin einigenVeröffentlichungenzusätzlicheModellierungs-

parametereingeführtund diesedanndiskriminativ geschätzt.Dies sind z.B. Zustandsgewichte
([Wolfertstetter, 1997]) oderGewichtefür CodebücherbeidiskretenHidden–Markov–Modellen
([Hernandou.a., 1995]).

MehrereAutorenverwendendiskriminativeKriterien,um die AnzahlderMixturkomponen-

tenpro Zustandzu steuern.Beispielehierfür sind[Normandin, 1995], [BahlundPadmanabhan,
1998], [Gaou.a., 1999] und[Schlüteru.a., 1999].

Merkmalsextraktion und –transformation Eine Möglichkeit zur Merkmalstransforma-

tion mittels diskriminativer Methoden stellt die Lineare Diskriminanz–Analyse(LDA)
([Haeb-Umbachu.a., 1993], [Eiseleu.a., 1996]) dar, derenZielfunktion jedochvöllig anders

gestaltetist alsbeidenbishererwähntenKriterien wie MMI.

In einigen Veröffentlichungenwerden Parametereiner linearenMerkmalstransformation
mittels diskriminativer Kriterien, die sonstzur Optimierungder HMM–Parameterverwendet
werden,nachgeschätzt.Solchelineare Merkmalstransformationenwerdenz.B. in [Ayeru.a.,

1993] und [Ruskeu.a., 1998], [Euler, 1995] und [Schlüter, 2000] verwendet.Dort kommt
sowohl das MMI–Kriterium als auch das MCE–Kriterium zum Einsatz.Der Schwerpunkt

bei den in [Euler, 1995] beschriebenenArbeiten liegt in der gemeinsamenOptimierungder
MerkmalstransformationundderHMM–Parameter. Die diskriminativeOptimierungvon nicht–

linearen Merkmalstransformationen,meist basierendauf neuronalenNetzen, wird z.B. in
[WarakagodaundJohnsen, 1999], [Reichl, 1996] und[Rahimu.a., 1997] beschrieben.

Weiterhinwerdendiskriminative Methodenauchbenutzt,um gezieltTeile desMerkmals-
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vektorszu vernachlässigen,ohnedaßsichdadurchdie Erkennungsleistungdeutlichverringert.
Ein Beispielhierfür ist [dela Torreu.a., 1997]. In [Biem undKatagiri, 1997] wird die Bestim-

mungvonFilterbankparameternfür dieMerkmalsextraktionbasierendaufdemMCE–Kriterium
beschrieben.

Andere Anwendungen Neben der Parameterschätzungfür Hidden–Markov–Modelle und

Merkmalsextraktion werdendiskriminative Methodenauch vereinzeltfür andereTeile eines
Spracherkennungssytemsverwendet.Die Autorenvon[ChengalvarayanundDeng, 1998] benut-

zendasMCE–KriteriumzurParameterschätzungvonsogenanntenTrajektorienmodellen,dieei-
neErweiterungzuHMMs darstellen.Ähnlich hierzusindauchdieArbeitenzuMarkov–Graphen

in [Wolfertstetter, 1997]. In [Warnkeu.a., 1999] werdendie Kriterien MMI und MCE für die

Schätzungvon Sprachmodellparameternverwendet.In [Chou, 1997] wird dasMCE–Kriterium
dazuverwendet,baumartigeWahrscheinlichkeitsdichtefunktionenfür diebeschleunigteBerech-

nung der Emissionswahrscheinlichkeitenzu konstruieren.In einigenVeröffentlichungenwird
derEinsatzdesMCE–KriteriumszurOptimierungvonspeziellenModellenfür dieRückweisung

von WörternaußerhalbdesWortschatzesberichtet:z.B. [Rahimu.a., 1995], und [Sukkaru.a.,
1997]. Als letztesBeispielfür einespezielleAnwendungvondiskriminativenMethodensoll hier

[NeukirchenundRigoll, 1997] genanntwerden,wo dieParametereinerVektorquantisierungfür
diskreteHMMs mit Hilfe desMMI–Kriteriums bestimmtwerden.
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Kapitel 2

StochastischeModellierung mit
Hidden–Mark ov–Modellen

2.1 StatistischerKlassifikator

Die AufgabeeinesKlassifikatorsin der automatischenSpracherkennungist es — ausgehend

von einer Abfolge von akustischenMerkmalenX — die gesprocheneFolge von WörternW

zu bestimmen([Höge, 1993]). Die Bayes’scheEntscheidungsregel besagt,daß der optimale

KlassifikatordasKlassifikationsergebnisdurchBestimmungderjenigenKlassemit maximaler
a–posterioriWahrscheinlichkeit auswählt.Im SinnederobigenAufgabenstellunglautetdieKlas-
sifikationsregel:

WBayes� argmax
W

P
�
W �X � (2.1)

Die MengedermöglichenKlassenist hieralsodieMengedermöglichenWortfolgen � W � , über

diezumaximierenist.Um eineim Bayes’schenSinneoptimaleEntscheidungzutreffen,benötigt
maneinevollständigeBeschreibung desZusammenhangsP

�
W �X � , welchein der Praxisnicht

verfügbarist.

DurcheinigeeinfacheUmformungenvon (2.1) erhältman:

WBayes� argmax
W

P
�
X �W � P � W �

P
�
X � (2.2)

Da in (2.2) dasErgebnisunabhängigvonP
�
X � ist, kanndie Entscheidungregelauchlauten:

WBayes� argmax
W

P
�
X �W � P � W � (2.3)

Der Vorteil von (2.3) gegenüber(2.1) zeigtsichim folgendenAbschnittim Zusammenhangmit

Hidden–Markov–Modellen.

11
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Um eineKlassifikationnach(2.3) vornehmenzukönnen,müssenP
�
X �W � undP

�
W � bekannt

sein.In derPraxisbenötigtmanmathematischeModellefür diebeidenZusammenhänge.Im all-

gemeinenwerdenmathematischeModellediegesuchtenWahrscheinlichkeitennichtvollständig
und korrekt beschreiben.DasgrundsätzlicheZiel einerstatistischenModellierungmußjedoch

immersein,möglichstumfassendeundkorrekteModellezufinden,für diegeltenmuß:

P̂
�
X �W ��� P

�
X �W � (2.4)

P̂
�
W ��� P

�
W � (2.5)

DasmathematischeModell P̂
�
X �W � wird als akustischesModell und P̂

�
W � als Sprachmodell

bezeichnet.WährendaufSprachmodellein dieserArbeit im Abschnitt3 kurzeingegangenwird,

sollenin denfolgendenAbschnittenHidden–Markov–Modelledetaillierterbeschriebenwerden.

2.2 Definition einesHMM

Hidden–Markov–Modelle ([Rabiner, 1989], [Picone, 1990], [RabinerundJuang, 1993],
[Schukat-Talamazzini, 1995]) könnenstochastischeErzeugungsprozessefür FolgenvonMustern

beschreiben.In derautomatischenSpracherkennungdienensiezurapproximativenBeschreibung
desZusammenhangsP

�
X �W � . Legt manein HMM λW für eineWortfolgeW zugrunde,so läßt

sichdie Wahrscheinlichkeit für die zueinergesprochenenWortfolgekorrespondierendenMerk-
malsfolgeX näherungsweisedurch

P̂
�
X �W ��� P

�
X � λW � (2.6)

bestimmen.
Hidden–Markov–ModellesindstochastischeAutomaten,bestehendauseinerMengevonZu-

ständen(engl.states, Zustandsindex s) undmöglichenÜbergängen,die jeweilsmit Wahrschein-
lichkeitenbelegt sind.WährenddieÜbergangswahrscheinlichkeitenas� s� dieWahrscheinlichkei-

tenvon Übergängenzwischenzwei Zuständens unds
�
beschreiben,gebendie Emissionswahr-

scheinlichkeitenbs
� �x� die Wahrscheinlichkeit einerEmission/AussendungeinesMerkmalsvek-

tors �x in einemZustands an.Die ZuständeeinesHidden–Markov–Modellswerdenhierbeials

verborgen(engl.hidden) bezeichnet,da bei der BetrachtungeinerMerkmalsfolgeX diesevon
derunterliegendenAbfolgevonZustandsübergängenim Modell entkoppeltist.

Vollständigbeschriebenwird einHMM durcheinenSatzvonParametern

Λ ��� πs � as� s� � bs
� �x����� (2.7)

Die Einsprungswahrscheinlichkeitenπs gebenhierbeian,mit welcherWahrscheinlichkeit zuBe-

ginn desProzessesein Einsprungin denZustands erfolgt. bs
� �x� dient zunächstals Platzhalter
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für dieParameterdernochfestzulegendenWahrscheinlichkeitsdichtefunktionen,diedieEmissi-
onswahrscheinlichkeitenderZuständebeschreiben.

2.3 Modell–Topologien

Unter der TopologieeinesHidden–Markov–Modellsverstehtman die grundsätzlicheAusprä-

gung der Struktur im Sinneder Anordnungder Zuständeund derenVerknüpfungdurch die
möglichenÜbergänge.Zum einenverwendetman im allgemeinenfestgelegte Strukturenwie
links–rechts–Modelle. ZumanderenwerdenModellezurBeschreibungvonWörternsehroft aus

einerMengevonkleinerenModellenhierarchischaufgebaut.Die folgendenAbschnittebeschrei-
bendie verwendetenBasis–Topologiensowie die MöglichkeiteneineshierarchischenAufbaus.

Auf die implizit erfolgendeVerknüpfungvon Modellenzur Beschreibungvon Wortfolgenoder
FolgenandererkleinererEinheitenwird erstim Abschnitt3 eingegangen.

2.3.1 Basis–Topologie

Im RahmendieserArbeit werdenausschließlichHidden–Markov–Modellemit einersogenann-
tenBakis–Topologieverwendet.Bei dieserArt derModellstrukturwird derBezugzwischendem

zeitlichenAblauf desSpracherzeugungsprozeßund denZuständenbesondersdeutlich.Mit ei-
nemzeitlichenAblauf ist einDurchlaufenderZuständevonlinks nachrechtsverbunden.Hierbei

kannmaximaleinZustandübersprungenwerden.WeiterhinsindSelbstübergängeundÜbergän-
ge in denjeweils nächstenZustanderlaubt.SämtlicheÜbergangswahrscheinlichkeitenwerden

�  ! "a1 # 1
π1

π2

a1 $ 2
a1 % 3

a2 & 2
a2 ' 3

a2 ( 4
a3 ) 3

a3 * 4 a4 + 4

Abbildung 2.1: HMM mit Bakis–Topologie

im verwendetenSystemaufeinenFreiheitsgradreduziert:

as� s� � ,-. -/ a0 : s � s
�

a0 : s
� � s 0 2

1 1 2a0 : s
� � s 0 1

(2.8)



14 2 StochastischeModellierungmit Hidden–Markov–Modellen

Der Selbstübergangund dasÜberspringeneinesZustandstragenalso die Wahrscheinlichkeit
a0. Der Übergangin denjeweils nächstenZustandträgtdie Wahrscheinlichkeit 1 1 2a0. In der

Praxiswird derverbleibendefreie Parametera0 nichtanhandderTrainingsstichprobegeschätzt,
sondernaufeinenkonstanten(bewährten)Wert gesetzt.

2.3.2 Lautdauermodellierung

Durch die Übergangswahrscheinlichkeitenist eineimplizite Modellierungder Verweildauerin

einemZustanddesHidden–Markov–Modellsundsomit in Lautenbzw. Lautuntereinheitenge-
geben.Die implizite Verweildauermodellierungläßt sich dadurchverfeinern,daßmehrereZu-

ständemit identischmodelliertenEmissionswahrscheinlichkeiten in Folge geschaltetwerden
([Zünkler, 1991]). WährendbeieinemeinzelnenZustanddieWahrscheinlichkeit für dieVerweil-
dauerstrengmonotonsinkt, kanndurcheineFolgevon Zuständeneinebestimmtewahrschein-

lichsteVerweildauerfür dieseFolge von Zuständeneingestelltwerden.In denin dieserArbeit
beschriebenenSystemenwird dieseTechnikeingesetzt,wobei eineFolge von zwei Zuständen

mit identischerModellierungderEmissionswahrscheinlichkeit verwendetwird.

2.3.3 PhonetischerAnsatz

Um dieAnzahlderParametereinesakustischenModellsniedrigunddieParametersomitschätz-
barzuhalten,hatsichin derSprachverarbeitungdieVerwendungvonsprachlichenUntereinhei-

ten bewährt. Im RahmendieserArbeit wird für einigeAnwendungenein phonetischmotivier-
ter Ansatzgewählt, bei dem die Hidden–Markov–Modelle für Wörter ausModellen für Pho-

nemeaufgebautwerden([Bub, 1999], [Köhler, 2000]). Die Wissensquelle,die für jedesWort
die Aussprachein Form der zugehörigenPhonemfolgeliefert, wird phonetischesLexikon oder
Aussprachelexikon([Ziegenhainu.a., 1998]) genannt.Im RahmendieserArbeitwird dasSpicos–

Phoneminventar([Höge, 1990], [Ney undNoll, 1994]) verwendet,das39verschiedenePhoneme
enthält.

Ein weitererVorteil einesphonetischenAnsatzesbestehtin derMöglichkeit, durchdie Ver-
kettungvoneinzelnenPhonemmodellenbeliebigeWörtermodellierenzukönnen.Man bezeich-

netdieseFähigkeit desSystemsauchalstype–in–Fähigkeit,daneueWörterdurchEintippendem
Systemhinzugefügtwerdenkönnen.Prinzipiell ist einEintippenderLautsprache(Phoneme)er-

forderlich.EsexistierenjedochAnsätzezur automatischenTransformationvon Rechtschriftin
Lautschrift([Ziegenhainu.a., 1998]), durchdie in derPraxisdie SpezifikationderRechtschrift
ausreichendist.

Hinter grundphonem NebendenPhonemenfür sprachlicheLautewird im untersuchtenSy-

stemzusätzlichdasHintergrund–„phonem“si (engl.silence)verwendet.Diesesspezielle„Pho-
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nem“ bestehtausnureinemHMM–Zustandundmodelliertdie Sprachpausen.

KontextunabhängigePhonemmodelle Im einfachstenFall wird ein Modell für ein Wort aus
der Folge von Phonemenentsprechendder Aussprachegebildet.In der verwendetenNotation
bestehtein Phonemnun wiederumaus3 Segmenten.In der Abbildung 2.2 ist z.B. dasPho-

nem/a/ ausdenSegmentena.0,a.1unda.2aufgebaut.Ein Segmentbestehtnunwiederumaus
zwei HMM–Zuständen,wobeidiesemit eineridentischenEmissionswahrscheinlichkeit model-

liert werden(vgl. Abschnitt.2.3.2). DasersteSegmenteinesPhonemskannauchalsAnlaut,das
zweiteals Mittelsegmentund dasdritte Segmentals Auslautbezeichnetwerden.Ein Phonem

bestehthier alsoaus6 Zuständen.Im Fall von kontextunabhängigenPhonemmodellenbenötigt
manalsoca.3 2 39verschiedeneEmissionswahrscheinlichkeiten,mit derenHilfe beliebigeWör-
termodelliertwerdenkönnen.

acht

a x t

a.0 a.1 a.2 x.0 x.1 x.2 t.0 t.1 t.2

Abbildung 2.2: HierarchischerAufbaueinesHMM für dasWort achtauskontextunabhängigen
Phonemen,SegmentenundHMM–Zuständen.

KontextabhängigePhonemmodelle Die Beeinflussungvon LautendurchbenachbarteLau-
te ist in natürlicherSprachequasi immer gegeben.Diesemals Koartikulation bezeichneten

Phänomenkann in Systemenzur automatischenSpracherkennungdurch sogenanntekontext-
abhängigePhonemmodelle([Schwartzu.a., 1985], [Lee, 1990]) Rechnunggetragenwerden.

HierbeiwerdenPhonemein Abhängigkeit von benachbartenPhonemenunterschiedlichmodel-
liert. Der Grad der Kontextabhängigkeit ist hier durch die Anzahl der die Aussprachebeein-

flussendenbenachbartenPhonemegegeben.Wird zum Beispiel ein Phonemin Abhängigkeit
desvorangehendenunddesnachfolgendenPhonemsmodelliert,sosprichtmanvon Triphonen

([YoungundWoodland, 1993]).

Wird nunjedesPhonemin Abhängigkeit vonzweianderenbeliebigenPhonemenrealisiert,so
kommtmanaufeineGesamtzahlvonca.403 Phonemmodellen.Bei einersolchgroßenZahlvon

Sprachuntereinheitenist nundieSchätzbarkeit derParameterbei im allgemeinenendlicherTrai-
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ningsmengenichtgegeben.Um dieAnzahlderzuschätzendenParameterzu reduzieren,werden
sogenanntetying–Techniken(engl.Verknüpfen/Verkleben)eingesetzt,durchdieEmissionswahr-

scheinlichkeitenzwischenmehrerenPhonemenbzw. Segmentengeteiltwerden.In demvorlie-
gendenSystemwerdenzwei Methodenzum tying von Triphonsegmenteneingesetzt([Bauer,

2000]). Zumeinenwird ein Regelwerkverwendet,dasbesagt,daßAnlaut–Segmentenur in Ab-
hängigkeit desvorangehendenPhonems,dasMittelsegmentganzohneAbhängigkeitenundder
Auslautnur in Abhängigkeit desnachfolgendenPhonemsmodelliertwird ([Zünkler, 1991]). In

der Abbildung 2.3 ist der Aufbau desWortesacht auskontextabhängigenSegmentenentspre-
chendderbeschriebenenRegelnin einerspezielldaraufabgestimmtenNotationdargestellt.

acht

a x t

si_a_ a _a_x a_x_ x _x_t x_t_ t _t_si

Abbildung 2.3: HierarchischerAufbaueinesHMM für dasWort achtausPhonemenundkon-
textabhängigenSegmenten.

Durch die VerwendungdesRegelwerksergibt sich eineAnzahl von 40 0 402 Segmenten.

Da in derPraxisauchdiesekleinereAnzahlvon Modellennicht sinnvoll geschätztwerdenkön-
nen,wird einweiteres,datengetriebenesVerfahrenzumtying verwendet.Hierbeiwerdenallezu

einemPhonemundeinerPosition(Anlaut, Mittelsegment,Auslaut)gehörendenSegmente,die
im Trainingsmaterialmit einergeringenHäufigkeit gesehenwerden,in einemSammelsegment

zusammengefaßt([Bauer, 2000]).

2.3.4 Ganzwort–Modellierung

Inwieweit ein auf sprachlichenUntereinheitenwie PhonemenbasierenderAnsatzvon Vorteil

seinkann,ist im wesentlichenvon derMengedeszur SchätzungderModellparameterzur Ver-
fügungstehendenTrainingsmaterialsabhängig.FüreineMengevonAnwendungen,wie z.B.die

Erkennungvon Zif fernwörtern,stehtjedochTrainingsmaterialin einemsolchemUmfangzur
Verfügung,daßauf die Verwendungvon phonetischenSprachuntereinheitenverzichtetwerden
kann.MansprichtvonGanzwort–Modellierung,wenndieModellefür dieeinzelnenWörteraus

Zuständenaufgebautsind,die nur in demjeweiligen Wort und an der jeweiligen Positionver-
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wendetwerden.

In der Praxisläßt sich eineGanzwortmodellierungeinfacherreichen,indemein Wort aus

speziellenGanzwort–„Phonemen“aufgebautwird, diegenaudaszumodellierendeWort unddie
Positionbeschreiben.Damit läßtsicheinekonsitenteDarstellungfür phonetischeModellierung
undGanzwortmodellierungrealisieren.In Abbildung2.4 ist dieseVorgehensweiseamBeispiel

derWortesacht erklärt.Bei derin Abbildung2.4dargestelltenModellierungerhältdasWort acht

acht

acht:0 acht:1 acht:2

Abbildung 2.4: Aufbau einesGanzwort–HMM für dasWort acht ausspeziellenGanzwort–
„Phonemen“.

ebensovieleGanzwort–„Phoneme“,wie es(richtige)Phonemehat.DieseEinteilungist natürlich

nicht zwingend.Für verschiedeneAnwendungenerweistessich sogaraußerordentlichgünstig
einegrößereAnzahlvonGanzwort–„Phonemen“zuverwenden(vgl. Abschnitt6.13.3).

2.4 Modellierung der Verteilungs–Dichten

DenstärkstenBezugzu denzu modellierendenMerkmalsvektorfolgenerhältein Hidden–Mar-

kov–Modelldurchdie Emissionswahrscheinlichkeitenbs
� �x� ,

bs
� �x�3� p

� �x � s� (2.9)

die dieEmission/Aussendungvon Merkmalsvektorenin einemZustands modellieren.

2.4.1 Misch–Verteilungen

Die Emissionswahrscheinlichkeitenwerdenim allgemeinendurchMischverteilungenrealisiert.
Hierbeiwird einegewichteteLinearkombinationausmehrerenBasisfunktionengebildet:

bs
� �x��� Ms

∑
m4 1

cs�m 2 ps�m � �x� (2.10)
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Die einzelnenBasisfunktionenps�m � �x� bezeichnetmanauchals Moden. Ms ist die Anzahl der
Modenim Zustands. Die Gewichtungder Modenerfolgt hierbeiüberdie Mixturkoeffizienten

cs�m, für die geltenmuß:
Ms

∑
m4 1

cs�m � 1 (2.11)

Im einfachstenFall ist Ms � 1. Dannsprichtmanvon sogenanntensingledensitiesModellen.

Bei entsprechendhoherDimensionalitätderMerkmalsvektorenundendlicherZahl vonMo-
denzur ModellierungeinerEmissionswahrscheinlichkeit läßt sich die gewichteteSummeder

ModendurchdasMaximumausModenwahrscheinlichkeit undMixturkoeffizientannähern:

bs
� �x�3� max

m
� cs�m 2 ps�m � �x��� (2.12)

Dabeiwird die Annahmezugrundegelegt, daßesin derSummeeinendominierendenSumman-
dengibt. DieskanndurchdiewenigdichteBesetzungdeshochdimensionalenRaumsmit Basis-

funktionenbegründetwerden.DurchdieseVorgehensweisewird zumeinenderRechenaufwand
reduziertundzumanderenlassensichAbleitungenfür unimodaleVerteilungsdichtenmeistun-
verändertauf Mischverteilungenübertragen.In dieserArbeit wird immerdie beschriebeneNä-

herungverwendet.

2.4.2 Basisfunktionen

Als Basisfunktionenwerdenin der automatischenSpracherkennungmit Hidden–Markov–Mo-

dellenfastausschließlichGauß–Verteilungeneingesetzt:

ps�m � �x��� N
� �x � �µs�m � Σs�m� (2.13)

Dabei ist N
� �x � �µs�m � Σs�m� eineNormalverteilungfür �x mit Mitellpunktsvektor �µs�m und Kovari-

anzmatrixΣs�m.

N
� �x � �µ� Σ �3� 15 �

2π � N �Σ � e6 1
2 �87x 6 7µ� TΣ 9 1 �87x 6 7µ� (2.14)

HierbeiwerdenausschließlichdiagonalbesetzteKovarianzmatrizenΣs�m verwendet:

Σs�m � diag
�
σ2

s�m� d � (2.15)

Die Verwendungdernur diagonalbesetztenKovarianzmatrizenist zumindestteilweisebei Ver-

wendungkomponentenweisenicht–korrelierterMerkmalsvektorengerechtfertigt.DieseEigen-
schaftkanndurchAnwendungderLinearenDiskriminanz–Analyse(LDA) erreichtwerden.Der

Hauptgrund,daßsich die Verwendungvon diagonalenKovarianzmatrizenin der Spracherken-
nungmit Hidden–Markov–Modellendurchgesetzthat,ist jedochwahrscheinlichin derschlech-
tenSchätzbarkeit von Varianzenzu suchen:rein diagonalbesetzteMatrizenhabenim Vergleich

zuvoll besetztenMatrizeneineerheblichreduzierteAnzahlvon Parametern.
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Bei allenbeschriebenenVersuchenwird weiterhineineinzigerglobalerVarianzparameterσ0

verwendet:

σs�m� d � σ0 (2.16)

ExperimentelleUntersuchungenhabengezeigt,daßdieseeinfacheArt derVarianzmodellierung

in Verbindungmit derLDA zu optimalenErkennungsleistungenführt. Als theoretischeBegrün-
dunghierfür läßtsichdie Eigenschaftenderwhitening–transformiertenMerkmalsvektorennach
derAnwendungderLDA aufführen(vgl. Abschnitt5).

2.4.3 Kontinuierliche und semikontinuierliche Modelle

In Gleichung (2.10) wurden die Basisfunktionenals spezifischfür einen Zustandgewählt:
ps�m � �x� . Für diesenFall der zustandsspezifischenBasisfunktionensprichtmanvon kontinuier-

lichenVerteilungsdichten(engl.ContinuousDensitiesHMM).
Als semikontinuierliche(engl. SemiContinuousDensitiesHMM) Verteilungsdichtenbe-

zeichnetmandenFall, wennallenZuständeneingemeinsamerSatzvonBasisfunktionenzugrun-

degelegt wird: pm
� �x� ([Huangu.a., 1990], [BellegardaundNahamoo, 1990], [Duchateauu.a.,

1998]). Die Mischverteilungender Zuständeunterscheidensich dannnur nochdurchdie Mix-

turkoeffizienten:

bs�87x� , SCDHMM � M

∑
m4 1

cs�m 2 pm
� �x� (2.17)

In diesemFall sprichtmanauchvoneinemcodebookmit M codebook–Vektoren.DerVorteil der
semikontinuierlichenModellierungbestehtin ersterLinie in einerreduziertenAnzahl von Sy-

stemparametern,waswiederumdasSchätzproblemfür die Parameterder Basisfunktionenent-
schärft.Bei dieserArt derModellierungist die AnzahlderMixturkoeffizientenmeisterheblich

höherunddieGesamtzahlderBasisfunktionenmeisterheblichniedriger, alsbeikontinuierlicher
Dichtenmodellierung.
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Kapitel 3

Decodierungvon
Hidden–Mark ov–Modellen

Wie in Abschnitt2.2ausgeführt,werdenHidden–Markov–Modellein derautomatischenSprach-
erkennungdazuverwendet,WahrscheinlichkeitenvonMerkmalsvektorfolgenfür Wortfolgenzu
modellieren.Bei ihrerAnwendungzurKlassifikationvonSprachabschnitten(repräsentiertdurch

ihre Merkmalsvektorfolge)bestehtnun die Aufgabein der Bestimmungder Wortfolge mit der
höchstenErzeugungswahrscheinlichkeit nachGleichung(2.3):

WBayes,HMM � argmax
W

P
�
X �λW � P̂ � W � (3.1)

Das Prizip dieser globale Suche ([Ney, 1984], [Hauenstein, 1993], [Plannerer, 1995])

genanntenAufgabenstellungist in Abbildung 3.1 grafisch veranschaulicht(nach [Ney,
Sommersemester1995]).

Gehtmanzunächstvon einemSprachmodellaus,dasfür alle WortfolgenW dieselbeWahr-
scheinlichkeit P̂

�
W � liefert, soreduziertsichdie Aufgabeauf die BestimmungderErzeugungs-

wahrscheinlichkeitenP
�
X � λW � , gefolgtvoneinerMaximumbestimmung.

Legt mannun für ein HMM die MengemöglicherZustandsabfolgen� Θo � für eineMerk-
malsfolgeder LängeT

�
X � in einemHMM zugrunde,so berechnetsich die Erzeugungswahr-

scheinlichkeit ausderSummeder Wahrscheinlichkeitenfür die verschiedenenZustandsfolgen:

P
�
X �λW �:� ∑

Θ ;=< Θo > P � X �λW � Θ � (3.2)

Die Erzeugungswahrscheinlichkeit beigegebenerZustandsfolge

Θ ��� θ1 � θ2 � �?�?� � θT � X � � (3.3)

21
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Merkmalsextraktion

Globale Suche

maximiere

Sprachmodell

Akustisches Modell

Sprachsignal

@ Phonemmodelle

P A X BW C
P D W E

Aussprachelexikon

P F W GIH P F X JW G
über alle Wortfolgen K
Erkannte Wortfolge L

Abbildung 3.1: AufgabenstellungglobaleSuche

kann als Produktvon Übergangswahrscheinlichkeitenund Emissionswahrscheinlichkeitenbe-

rechnetwerden:

P
�
X � λW � Θ �3� πθ1bθ1

� �x1 �I2 T � X � 6 1

∏
t 4 1

aθt � θt M 1 2 bθt M 1

� �xt N 1 � (3.4)

Da im Ausdruck(3.2) überalle Zustandfolgensummiertund der Ausdruck(3.4) für jedeZu-

standsfolgeberechnetwerdenmuß,mußin derPraxiseinAlgorithmusmit geringererKomplexi-
tät eingesetztwerden.Nebendemim folgendenAbschnittbeschriebenenViterbi–Algorithmus,

dernur eineapproximativeBerechnungerlaubt,existiert nochdie MethodederBerechnungmit
Hilfe derVorwärts–undRückwärtswahrscheinlichkeiten.DieseexakteMethodeist von großer

Bedeutungin Verbindungmit einer Maximum–Likelihood–Schätzungder HMM–Parameter
nachdem Baum–Welch–Algorithmus([Bahlu.a., 1983]). Da dieserAlgorithmus in der vor-
liegendenArbeit nicht verwendetwird, sei an dieserStelle auf andereLiteratur verwiesen

([Schukat-Talamazzini, 1995], [Rabiner, 1989], [Picone, 1990]).



3.1 Viterbi–Suche 23

3.1 Viterbi–Suche

Bei der Berechnungvon Erzeugungswahrscheinlichkeiten mit Hilfe desViterbi–Algorithmus

wird dieSummationin (3.2) aufeineMaximierungüberalle möglichenPfadereduziert:

PViterbi
�
X �λW ��� max

Θ
P
�
X �λW � Θ � (3.5)

Der Viterbi–Algorithmusist nun in der Lage,in einemSchritt sowohl diesemaximaleErzeu-
gungswahrscheinlichkeit als auchdendahinterliegendenPfad und somit die Wortfolgemit der

maximalenWahrscheinlichkeit zubestimmen.

Grundalgorithmus DerViterbi–AlgorithmusbasiertaufeinerzeitsynchronenAbarbeitungal-
ler HMM–Zustände.Als Hilfsvariablewird diesogenannteVorwärtswahrscheinlichkeit αs

�
t � ei-

nesZustandss im Zeitschrittt verwendet.Zu jedemZeitschrittt könnennundie Vorwärtswahr-

scheinlichkeitenderZuständeausdenVorwärtswahrscheinlichkeitendesletztenZeitschritts,den
Übergangswahrscheinlichkeitenund denEmissionswahrscheinlichkeitenberechnetwerden.In

jedemZustandwird dabeinur jeweils der Vorgänger–Zustandberücksichtigt,für dendie Vor-
wärtswahrscheinlichkeit im neuenZeitschrittmaximalwird. Zur Pfadrückverfolgungmußneben

der Berechnungder VorwärtswahrscheinlichkeitenaucheineInformationüberdenVorgänger–
Zustandfestgehaltenwerden.

FormalkannderViterbi–Algorithmuswie folgt dargestelltwerden:O Initialisierung:

αs
�
1�:� πs 2 bs

� �x1 � (3.6)

Ψs
�
t �3� 1 (3.7)O Rekursion:

αs
�
t �3� bs

� �xt �I2 max
s� � αs� � t 1 1�P2 as� � s � (3.8)

Ψs
�
t �Q� argmax

s� � αs� � t 1 1�P2 as�R� s � (3.9)O Finalisierung:

PViterbi
�
X � λ �Q� αŝ

�
T � , mit ŝalsEndzustandvon λ (3.10)

Ψŝ
�
T � � ΨΨŝ � T � � T 1 1� � �?�S� (Pfadrückverfolgung) (3.11)
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NachderInitialisierungvor demZeitschrittt � 1 mußdieRekursionT mal(T ist dieAnzahlder
Merkmalsvektorenin derMerkmalsfolgeX) durchgeführtwerden.NachdemZeitschrittT kann

andenEndzuständenderWörterdie maximaleWahrscheinlichkeit abgelesenundmit Hilfe der
MarkerΨs

�
t � derjenigePfadrekonstruiertwerden,für dendieErzeugungswahrscheinlichkeit ihr

Maximumerreichthat.

Verbundworterk ennung In denbisherigenAusführungenwar stetsvon einemHMM λW für
eineWortfolgeW dieRede.Bei einerVerbundworterkennung(kontinuierlicheErkennung)wäre

esdemnachnotwendig,für alle möglichenWortfolgenHMMs für die entsprechendenWörter
hintereinanderzuschalten.In der Praxisist diesnatürlichaufgrundder Komplexität dieserMo-

dellvorstellungnicht möglich.Die Erkennungvon Wortfolgenwird durchzusätzlicheÜbergän-
ge im Suchraum,bestehendausdenHMMs für Einzelwörterwie in Abbildung3.2 dargestellt,

realisiert([Ney u.a., 1992]). Der sogenannteSuchraumbezeichnethier die Zuständeund ihre
möglichenÜbergänge,die beimSuch–Algorithmusabgearbeitetwerdenmüssen.Durchdie Zu-

Abbildung 3.2: Suchraumfür zweiWörter;vor undnachjedemWort befindetsicheinPausezu-
stand;gestricheltgezeichneteÜbergängesindim Verbundwortmodusnotwendig.

rückführungder PfadeausdenPause–Zuständender Wörter wird eineVerbundworterkennung

ermöglicht,ohnedie Komplexität gegenüberderEinzelworterkennungdeutlichzu erhöhen.Die
Darstellungin Abbildung3.2ist ausGründenderÜbersichtlichkeit insofernvereinfacht,alsdaß

im realenSystemdiePause–Zuständeauchübersprungenwerdenkönnen.

Erzwungener Viterbi–Algorithmus Andersverhältessichbei derAnwendungdesViterbi–

Algorithmusfür dasMaximum–Likelihood–Trainingvon Hidden–Markov–Modellen(vgl. Ab-
schnitt4). Dabeiwird ein erzwungener (engl. forced) Viterbi–Algorithmusverwendet,dessen
Aufgabesichdaraufbeschränkt,denbestenPfadbeieinergegebenenWortfolgezuermitteln.In

diesemFall ist esausreichend,denSuchraumausder Hintereinanderschaltungvon HMMs für
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die einzelnenWörteraufzubauen.

Pfadrückverfolgung auf verschiedenenEbenen In der Darstellungvon obenwerdenMar-
ker zur Pfadrückverfolgungbis auf Ebeneder HMM–Zuständebenötigt.JenachAnwendung

könnensolcheMarker auchweggelassenoder in reduzierterForm verwendetwerden.Im ein-
fachstenAnwendungsfall — derEinzelworterkennung— ist einePfadrückverfolgunggarnicht

notwendig,da dasWort mit maximalerWahrscheinlichkeit nur anhanddesEndzustandseines
Wortesmit dermaximalenVorwärtswahrscheinlichkeit identifiziertwerdenkann.Bei einerVer-
bundworterkennungist zur Identifizierungder Wortfolge mit der höchstenWahrscheinlichkeit

im Prinzipdie InformationüberdenPfadnotwendig.Hier ist esjedochausreichend,Übergänge
an Wortgrenzenzu berücksichtigen,da die Abfolge der Zuständeinnerhalbder Worte für das

Klassifikationsergebnisnicht relevant ist. Bei der Schätzungvon HMM–Parameter(Training)
schließlichist esnotwendig,denPfadbis auf die EbenederZuständezu rekonstruieren,dadort

eineeindeutigeZuordnungvon MerkmalsvektorenzuZuständenbenötigtwird.

Strahlsuche UnterdenBegriff StrahlsucheoderauchfokussierteSucheverstehtmaneineSu-
chemit einerEingrenzungauf einereduzierteMengevon Pfaden.Hierbei werdenalle Pfade,
derenWahrscheinlichkeit um einenbestimmtenFaktorunterderWahrscheinlichkeit desaktuell

wahrscheinlichstenPfadsliegt nicht weiterverfolgt. Der Suchraumwird alsoum wenig wahr-
scheinlichePfadebeschnitten(engl.prune) — daherder englischeNamefür diesesVorgehen:

pruning. Im PrinzipstelltnatürlicheinefokussierteSucheeinAbweichenvomOptimalitätsprin-
zip dar. In derPraxishatsichjedochgezeigt,daßsichbeigeeigneterWahldesFaktorsderSuch-

aufwanddeutlichreduziertwerdenkann,ohnedaßdie ErgebnissenennenswerteUnterschiede
zurnicht–fokussiertenSuchezeigen([Hauenstein, 1993]).

Bei denin dieserArbeit dargestelltenExperimentenwird dieStrahlsuchesowohl zuZwecken
desTrainings(Parameterschätzung)als auchder Evaluierungvon HMMs (Erkennung)einge-

setzt.In beidenFällenkannmit diesemVerfahrendie notwendigeRechenzeitdeutlichreduziert
werden.

3.2 N–bestSuche

UntereinerN–bestSucheverstehtmaneinenSuchalgorithmus,dernebenderWortfolgemit der
maximalenErzeugungswahrscheinlichkeit weiteremöglicheWortfolgenmit ihrenWahrschein-

lichkeiten liefert ([Steinbiss, 1989], [SchwartzundChow, 1990]). DasErgebnisder Sucheist
eineMengevon N Tupelnmit denN wahrscheinlichstenWortfolgenundihrenWahrscheinlich-
keiten.Zu ZweckenderParameterschätzungwird nebenderWortfolgeundderWahrscheinlich-

keit auchderPfadbisaufZustandsebenebenötigt(vgl. Kapitel 6).
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Einzelwortsuche Ist bei einer reinenEinzelwortsucheder Suchraumwie in Abbildung 3.2
(ohnegestrichelteÜbergänge)aufgebaut,soist dasProblemderN–bestSucheim Grundetrivial.

Dort ist esausreichend,andenmöglichenEndzuständen(Pause–ZuständenachdenWörtern)die
Wahrscheinlichkeitenfür dieeinzelnenWörterabzulesen.DurchdieNotwendigkeiteinerN–best

Sucheerhöhtsichhier derAufwandfür die Suchenicht.

Verbundworterk ennung Ein völlig anderesBild ergibt sich für eine kontinuierlicheSuche

(Suchraumwie in Abbildung3.2 mit gestricheltenÜbergängen).Dort gibt esRekombinations-
punkte,an denenpotentiell Pfademit unterschiedlicherWort–Historie in Konkurrenzstehen.
Treffen nunzwei Pfademit unterschiedlicherWort–Historieaufeinander, sowird nur derwahr-

scheinlichereweiterverfolgtundderanderegehtunwiederbringbarverloren.Werdennunanden
möglichenEndzuständenSuch–Ergebnisseabgelesen,soist in keinsterWeisegesichert,daßsich

die N wahrscheinlichstenWortfolgenunterihnenbefinden.

In derLiteraturwerdenprinzipiell zwei verschiedeneVorgehensweisenfür die Generierung
von N–bestWortfolgenvorgeschlagen:EinstufigeVerfahren([Steinbiss, 1989])und zweistufige

Verfahren([SchwartzundAustin, 1991]). Fürdie Untersuchungenin dieserArbeit wird ein ein-
stufigesVerfahrenverwendet,dasohneNäherungendieN wahrscheinlichstenWortfolgenliefert.

Hierbeiwird in allenZuständennichtnurderbestePfadgeführt,sonderndieN bestenPfademit
unterschiedlicherWort–Historiewerdenparallelgeführt.NachAbarbeitungaller Zeitschritteist

damitgesichert,daßsichdiePfademit denN wahrscheinlichstenWortfolgenandenEndzustän-
denablesenlassen.

Durch die paralleleVerarbeitungverschiedenderPfadein denZuständenerhöhtsichnatür-

lich der rechnerischeAufwandfür die Suche.Für die Untersuchungenin Kapitel 6 konntedie
AnzahldernotwendigenErgebnisseauf2 festgelegt werden,waszueinerErhöhungdesRechen-

aufwandsfür dieSucheumdeutlichwenigeralsdenFaktor2 führt.

3.3 Neg–Log–Transformation

BeiderUmsetzungvonHidden–Markov–ModellenaufRechensystemenistesfastunverzichtbar,
stattmit normalenWahrscheinlichkeitenmit logarithmischtransformiertenGrößenzu rechnen

([Hauenstein, 1993]). Die in den Ausdrücken für die Erzeugungswahrscheinlichkeitenauftre-
tendenProdukteaussehrvielen kleinen Wahrscheinlichkeiten würdenselbstbei sehr langen

Fließkommazahlensehrschnellzu numerischenProblemenführen.Wird stattdessenin einem
logarithmischtransformiertenBereichgerechnet,könnenProduktevonWahrscheinlichkeitenauf
SummenvonlogarithmiertenWahrscheinlichkeitenzurückgeführtwerden.Damitvermeidetman

sowohl denUmgangmit sehrkleinenZahlenwertenalsauchrechenintensiveMultiplikationen.
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Im RahmendieserArbeit wird einespeziellskaliertelogarithmierteTransformationverwen-
det,diezurFolgehat,daßsichdie transformiertenEmissionswahrscheinlichkeitenaufeineneu-

klidischenAbstandreduzierenlassen.Die neg–log–transformierteEmissionswahrscheinlichkeit,
dersogenannteEmissionsscore,wird wie folgt definiert:

Bs
� �x� : �T1 σ2

0 2 logbs
� �x� (3.12)

Legt mannunGauß–Verteilungen(vgl. Abschnitt2.4.2), eineglobaleVarianzσ0 entsprechend
(2.16) unddie Näherungaus(2.12) zugrunde,soergibt sichfolgendereinfacherAusdruck:

Bs
� �x�U� max

m
��1 2σ2

0 logcs�m 0V�W�x 1��µs�m � 2 ��0 const (3.13)� max
m
� Cs�m 0V�W�x 1��µs�m � 2 �:0 const (3.14)

Dabeiist

Cs�m �X1 2 2 σ2
0 2 logcs�m (3.15)

Der Term const in 3.13bezeichneteinenTerm,der nicht von denanderenVariablen(s, m und�x) abhängigist. Setztmanvoraus,daßabsoluteWahrscheinlichkeitennicht von Interessesind,
kanndieserkonstanteTermvernachlässigtwerden.Für die Bestimmungderwahrscheinlichsten
Wortfolgejedenfalls,spielenabsoluteWahrscheinlichkeitenkeineRolle.

Die entscheidendenTermein (3.13) sindalsoderneg–log–transformierteMixturkoeffizient
— auchMixturstrafe(Cs�m) genannt— unddereuklidischeAbstandzwischenMerkmalsvektor

unddemMittelpunktsvektorderbestpassendenMode.In derPraxiswird einGroßteilderfür den
ErkennungsvorgangnotwendigenRechenzeitin der BerechnungdiesereuklidischenAbstände

verbraucht.
FürdiegesamteErzeugungswahrscheinlichkeit einerMerkmalsfolgeergibt sichim neg–log–

transformiertenBereichausgehendvon (3.4) derfolgendeAusdruck:1 σ2
0 2 logP

�
X �λW � Θ �Y� Πθ1 0 Bθ1

� �x1 �0 T 6 1

∑
t 4 1

� Aθt � θt M 1 0 Bθt M 1

� �xt N 1 �Z�:0 const (3.16)

� Πθ1 0 T 6 1

∑
t 4 1

Aθt � θt M 10 T

∑
t 4 1

Bθt

� �xt �[0 const (3.17)

Dabeiist
Πs : �\1 σ2

0 2 logπs (3.18)

und

As� s� : �T1 σ2
0 2 logas� s� . (3.19)
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3.4 Wortanfangsstrafe

Eine sehrprobateHeuristik ist die Verwendungeiner sogenanntenWortanfangsstrafe bei der

kontinuierlichenErkennung.Insbesonderebei derkontinuierlichenErkennungohneeinSprach-
modellergibt sichin derPraxismit Standardeinstellungenoft einesehrhoheWorteinfügungsrate.

Dasheißt,in der ErkennungwerdenmehrerekurzeWörter gegenüberwenigen(langen)Wör-
tern bevorzugt.Die Wortanfangsstrafewird nun in dasErkennungssystemeingebracht,indem

ihr Wert immerzu Beginn einesneuenWortes(Einsprungin denerstenZustandeinesWortes)
auf denakkumuliertenPfadscoreaufaddiertwird. Mit Hilfe diesesParametersläßtsichnundie
TendenzzuvielenoderwenigenWörternim Erkennungsergebnisleicht steuern.

In dieserArbeit wird zurEinstellungdesParametersWortanfangsstrafefolgendeVorgehens-
weiseverwendet:Auf demTrainingsmaterialwird die Wortanfangsstrafeiterativ solangever-

ändert,bis die Einfügungsratein etwa gleichderAuslöschungsrateentspricht.Der soerhaltene
Wertwird dannunverändertzur ErkennungaufdemTestmaterialverwendet.

3.5 Sprachmodelle

Bereits in Abschnitt 2.1 wurde der Begriff desSprachmodells([Witschel, 1993]) eingeführt.
Ein SprachmodellbeschreibtdieWahrscheinlichkeit P

�
W � desAuftretenseinerWortfolgeW. In

derSpracherkennungmit Hidden–Markov–ModellenwerdenmeistsogenannteN–gramSprach-
modelleeingesetzt.Dabeiergibt sichdie Wahrscheinlichkeit P

�
W � alsProduktbedingterWahr-

scheinlichkeit,wobeidieeinzelnenFaktorennurvonN Wörternabhängen.Bei Bi–gramSprach-

modellenz.B.hängteineeinzelneWortwahrscheinlichkeit P
�
w1 �w2 � nurvomaktuellenWort w1

und demvorangegangenenWort w2 ab. Ein Bi–gramSprachmodellkannleicht in einenSuch-

raumwie denin Abbildung3.2eingebrachtwerden.Dort würdendieWortübergangswahrschein-
lichkeiteneinfachandie zudenWortanfängenzurückführendenÜbergängeangetragenwerden.

NebendemEinbringenvonhöheremWissen,dasin etwaaufsyntaktischerEbeneangesiedelt
ist, liegt ein entscheidenderVorteil von Sprachmodellenin ihrer Fähigkeit, denRechenaufwand

für dieDecodierungbeigroßemWortschatzzubeschränken.Entscheidendist hierdiesogenann-
te Perplexität einesSprachmodells.Die Perplexität gibt denmittlerenVerzweigungsgradeines
Sprachmodellsan.Der Verzweigungsgradentsprichtdemeffektiv zu bearbeitendenWortschatz,

dadie Anzahlderauf ein bestimmtesWort möglicherweisefolgendenWörter im Mittel darauf
beschränktist.



Kapitel 4

Maximum–Lik elihood–Training von
HMMs

4.1 Einführung

Als Standardverfahrenfür dieBestimmungderfreienParametervonHidden–Markov–Modellen
besitztdasMaximum–Likelihood(ML) VerfahreneineweiteVerbreitung.Die Grundideebesteht

hierbei in einerMaximierungder Erzeugungswahrscheinlichkeit einerTrainingsstichprobemit
denMerkmalsfolgen� Xr � :

ΛML � argmax
Λ

] < X > ]
∏
r 4 1

p
�
Xr �λΩ � Xr � � (4.1)

Die im SinnevonMaximum–LikelihoodoptimalenParameterΛML sindalsodiejenigen,für die
die Erzeugungswahrscheinlichkeit ein Maximumannimmt.

Für die BestimmungderoptimalenParameterin SinnediesesKriteriumsexistiert keinege-
schlosseneLösung.In derPraxiswerdenstetsiterativeVerfahreneingesetzt.Bei dieseniterativen

Verfahrenwird einanfänglichsuboptimalerParametersatzimmerwiederanhandeinerTrainings-
stichprobenachgeschätzt,wobeidasOptimierungszielvon Iterationzu Iterationbessererreicht
wird, um dannin eineSättigungzugehen.

In denfolgendenAbschnittenwird nunzunächsteinemöglicheBildung von Startwertenfür

die Parameter— sprichdie Initialisierung— beschrieben.DieseVerfahrensindim allgemeinen
eherheuristischerNaturundgehorchenkeinemexpliziten Optimierungsziel.Erst im Abschnitt
4.3wird auf dasiterativeVerfahrenzur Maximum–Likelihood–basiertenOptimierungderPara-

metereingegangen.

29
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4.2 Initialisierung der Parameter

Die Initialisierungvon Hidden–Markov–ModellendientderErstellunginitialer Modellparame-

ter, die alsStartwertefür eineiterativeOptimierungverwendetwerden.Da dieeigentlicheOpti-
mierungvon diesenStartwertennicht direkt abhängigist, könntemandie Bedeutungder Initia-

lisierungalsgeringeinschätzen.In vielenSystemenwerdenauchInitialisierungenmit zufällig
gewähltenParameternverwendet.Man sprichthier auchvoneinemflat start.

Soll einenicht–zufälligeBesetzungder Parametererfolgen,so ist esnotwendig,einemög-
lichst genaueZuordnungderZeitschrittezu denHMM–Zuständenzu verwenden.Wennein be-
stehendesModell zur Verfügungsteht,kannder Viterbi–Algorithmusdazuverwendetwerden,

dieseZuordnungautomatischzu erstellen.In allenanderenFällenmußeinesolcheZuordnung
vonHanderstelltwerden.Oft stehtin derPraxisdieZuordnungderZeit zudenHMM–Zuständen

nichtunmittelbarzurVerfügung,sondernessindlediglichdiePhonem–oderWortgrenzengege-
ben.In diesenFällenwird im beschriebenenSystemzwischendiesenGrenzenlinearinterpoliert;

d.h.die MerkmalsvektorenwerdenäquidistantdenZuständenderPhonemebzw. Wörterzuge-
ordnet.

In demdieserArbeit zugrundeliegendenSystemwerdenzweiunterschiedlicheVerfahrenzur

Bildung von initialen HMM–Parameternverwendet.Bei beidenVerfahrenwerdenim allgemei-
nenmehralsnur eineModepro Segmenterzeugt.Wird im Gegensatzdazunur eineModepro

Segmenterzeugt,sokannmandavon ausgehen,daßdiesebei der iterativenOptimierungleicht
im hochdimensionalenRaumverschiebbarist. Bei derErzeugungvonvieleninitialenModenist

dieseAnnahmenichtsehrwahrscheinlichundderInitialisierungkommteinegrößereBedeutung
zu.In denfolgendenAbschnittenwird aufbeideVerfahrenzurInitialisierungnähereingegangen.

4.2.1 Einfache Initialisierung mit Auffüllen und Auslassen

DasgrundsätzlicheVorgehenbeidieserMethodeist es,einigeMerkmalsvektorenderTrainings-
stichprobedirekt als Mittelpunktsvektorenvon neuenModen zu verwenden.Hierzu wird zu-

nächsteineStatistiküberdasAuftretenvonZuständenin denzudenTrainingsstichprobenkorre-
spondierendenModellenerstellt.Anschließendwird ausgehendvonderAuftrittshäufigkeit eines

ZustandsNs festgelegt, wievieleModendieserZustanderhaltensoll:

Ms � min
�
Ns;2 0 4 2 log2Ns � (4.2)

Die Anzahl der für einenZustandvorgesehenenModenMs wächstalsologarithmischmit der

GrößedesDatenmaterials,daszur Schätzungder Parameterin diesemZustandzur Verfügung
steht.

Stehtnun fest, wieviele Merkmalsvektorenfür die Initialisierung einesZustandsbenötigt

werden,sowerdenausgehendvon derGesamtzahlderfür denZustandauftretendenMerkmals-
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vektorennachjedemverwendetenVektorsovieleVektorenausgelassen,daßsichdieZielzahlan
Modenergibt. DasVerfahrenbildet alsoeinenTeil derTrainingsstichprobein Form derauftre-

tendenMerkmalsvektorendirektaufdieMittelpunktsvektoren�µab. EineMittelungübermehrere
Merkmalsvektorenfindetnicht statt,die ModenderZuständewerdenalle gleichgewichtet:

cs�m � 1
Ms

(4.3)

4.2.2 Initialisierung mit Laufzeit–Clustering

Grundgedanke diesesVerfahrenist es,im Laufe der Initialisierungausgehendvon bestimmten

MerkmalsvektorenModenfür die Zuständezu erzeugen,dieseanhandvon anderenMerkmals-
vektorennachzuschätzenundzumEndederInitialisierungdieMengedererzeugtenModenwie-

derumzu reduzieren.

Erzeugenvon Moden Die Merkmalsvektoren,welcheneueModenerzeugensollen,sindzum

einendieerstenfür einenZustandauftretendenundzumanderendiejenigen,derenAbstandvon
dernächstenbestehendenModedesZustandseinenSchwellwert überschreitet:

min
m

�W�x 1��µs�m � 2 ^ f actor 2 σ2
0 2 D _ neueMode (4.4)

Esergibt sichzunächstderfrei wählbareParameterf actor, derempirischoptimiertwerdenmuß.
Da bei VerwendungderLDA (vgl. Abschnitt5) die VarianzderMerkmalsvektorenimmernor-
miert wird, stellt dies in der Praxiskein größeresProblemdar. Als günstighat sich ein Wert

von 1 � 5 erwiesen.Ist für einenMerkmalsvektor die Bedingung(4.4) nicht erfüllt, so wird der
MittelpunktsvektorderdemMerkmalsvektornächstenModerekursiv nachgeschätzt,sodaßdie

MittelpunktsvektorenstetsdengemitteltenVektorausdenzur (Nach–)SchätzungderModever-
wendetenMerkmalsvektorendarstellen.In derPraxiswird diemöglicheGesamtzahlvonModen

für einenZustandbegrenzt,da nicht beliebigviele Modenpro Zustanderzeugtwerdensollen.
Bewährt hat sich eineWahl dieserObergrenzezu der zweifachenAnzahl von Modenpro Zu-
stand,die dieModellespätertragensollen.

Reduktion von Moden Oft bestehtdie Notwendigkeit, bei der Initialisierungeinigeoderso-

gardie meistenderzunächsterzeugtenModenwiedermit anderenModenzusammenzufassen.
Die Gründehierfür könnenz.B. in denfür eineAnwendungbeschränktenRessourcenliegen.

Zumanderenerscheintesauchsinnvoll, Moden,die nur anhandwenigerMerkmalsvektorenge-
schätztwordensind,wiederzu entfernen.Hierbeiwird eineModequasientfernt,indemsieund
die ModedesZustandsmit demgeringstenAbstanddurcheineModeersetztwird. Der Mittel-

punktsvektorderneuenModewird durcheinegewichteteSummederursprünglichenVektoren
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gebildet: �µvereinigt � 1
Nalt1 0 Nalt2

�
Nalt1 2`�µalt1 0 Nalt2 2`�µalt2� (4.5)

Nalt1 und Nalt2 bezeichnenhier die Anzahl der Merkmalsvektorendurch derenMittelung die
Mittelpunktsvektorenentstandensind.DasverwendeteVerfahrenerlaubtnundieReduktionvon
ModenanhandmehrererKriterien. DasersteKriterium ist die absoluteAnzahlvon Merkmals-

vektorenNs�m ausdenenderMittelpunktsvektorderModeentstandenist. DaszweiteKriterium
ist die relativeHäufigkeit derModeim Zustand:

cs�m � Ns�m
∑Ms

m4 1Ns�m (4.6)

DasVerfahrenerlaubtnun zum einen,untereSchranken in Form absoluterund relativer Häu-

figkeiten festzulegen,und zum anderenist vorgesehen,einesder beidenKriterien iterativ zu
verändern,bis einevorgegebeneAnzahlvon Modenerreichtist. DieseAnzahlvon Modenkann

entwederglobalfür alle Zuständeoderpro Zustandgewähltwerden.
In der Praxiswerdendie absolutenSchwellenso eingestellt,daßzunächstnur Modenmit

sehrkleiner absoluten(ca.10) Häufigkeit und relativen (ca.0 � 0001)Häufigkeitenmit anderen

Modenvereinigtwerden.Als Kriterium, dasverschärftwird, bis einevorgegebeneModenzahl
erreichtist, erweisensich die absolutenHäufigkeitenals geeignet.Nur bei stark inhomogenen

HäufigkeitenderauftretendenZuständemüssendierelativenHäufigkeitenalsKriterium verwen-
det werden,da sonstzu seltenauftretendeZuständekaumModenund die häufigauftretenden

Zuständesehrviele Modenerhalten.

4.3 Maximum–Lik elihood–basiertesViterbi–Training

In dervorliegendenArbeit wird ausschließlichMaximum–Likelihood–Viterbi–Trainingverwen-

det,daseinenSpezialfall desweithinverwendetenBaum–Welch–Trainingsdarstellt.
Beim Baum–Welch–Training erfolgt keineexplizite Zuordnungvon Merkmalsvektorenzu

HMM–Zuständen,sonderneswerdenlediglichWahrscheinlichkeitenfür eineEmissionin einem

bestimmtenZustandberechnet.BeimViterbi–TrainingreduzierensichdieseWahrscheinlichkei-
tenzu einerfestenZuordnungvon Merkmalsvektorenzu Zuständenin Form derZustandsfolge

Θ. Dieskönnteauchin Wahrscheinlichkeitenmit denbinärenWerten0 und1 ausgedrücktwer-
den.Mit der in Gleichung(2.12) getroffeneNäherungfindetsogartatsächlicheinefesteZuord-

nungzudenModenderZuständestatt.
Eswird eineHilfsfunktion ζt

�
s� m� definieren,die angibt,ob zu einemZeitpunktt die Mode

m desZustandss demMerkmalsvektor �xt zugeordnetwurde:

ζt
�
s� m�3�ba 1 für s � θt undm � argmaxm� cm� � s 2 ps�m� � �x�

0 sonst
(4.7)
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4.3.1 Nachschätzungder Verteilungs–Parameter

Mit (4.7) lassensichdie Maximum–Likelihood–Schätzwertefür die nachzuschätzendenMittel-

punktsvektorenundMixturkoeffizientenwie folgt ausdrücken:

ˆ�µs�m � 1

∑t ζt
�
s� m� ∑t

ζt
�
s� m�P2?�xt (4.8)

ĉs�m � 1

∑t ∑m� ζt
�
s� m� � ∑t

ζt
�
s� m� (4.9)

DieNeuschätzungdesMittelpunktsvektorsˆ�µs�m ergibt sichalsoalsMittelungallerMerkmalsvek-
toren,diedemZustandsundderentsprechendenModedurchdenViterbi–Algorithmuszugeord-
net werden.Der neueMixturkoeffizient ĉs�m ist identischmit der relativenWahrscheinlichkeit,

daßbeimAuftretendesZustandss diespezielleModem ausgewähltwurde.
In derPraxismüssendie Summenin (4.8) und(4.9) natürlichüberalle ÄußerungenXr der

Trainingsstichprobeausgeführtwerden.

4.3.2 Löschenvon Basisfunktionen

Ausgehendvon denbei der Initialisierung (vgl. Abschnitt) 4.2) zum Vereinigenverwendeten
Häufigkeits–Kriterienbestehtauchbei der Iterationdie Möglichkeit, bestimmteModenzu ent-

fernen.Der Unterschiedzu dembei der InitialisierungverwendetenAlgorithmusbestehtdarin,
daßdie Modennicht mit anderenvereinigtwerden,sondernschlichweg gelöschtwerden.Dies

ist beidenIterationenwenigerkritisch,weil alleMerkmalsvektoren,diebeieinerIterationeiner
zu löschendenModezugeordnetwerden,bei dernächstenIterationauf einerderverbleibenden

Modenzugeordnetwerden.
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Kapitel 5

LineareDiskriminanz–Analyse

5.1 Grundprinzip und Optimierungsverfahren

Im Mittelpunkt der Linearen Diskriminanz–Analyse([Ruske, 1988], [Fukunaga, 1972],
[DudaundHart, 1973]) stehteineTransformationsmatrixc T , mit derdie ursprünglichenMerk-

malsvektoren�y in neueMerkmalsvektoren�x lineartransformiertwerden:�x �dc T � �y 1 ¯�y� (5.1)

Vor der Multiplikation mit der Transformationsmatrixwird im Merkmalsraumder Gesamt-

schwerpunkt̄�y abgezogen([HauensteinundMarschall, 1995]). Dadurchkannein z.B. auf 8 Bit
begrenzterZahlenbereichvon -128bis +127bei einerum denMittelpunkt symetrischenVertei-

lungoptimalausgenüztwerden.Bei c T handeltessichumeineMatrix derDimensionDy e Dx,
wobeiDy dieDimensiondesursprünglichenMerkmalsvektors�y undDx dieDimensiondesneuen

Merkmalsvektors �x darstellt.Zunächstgelte:Dx f Dy. AufgabederLDA ist esnun,die Trans-
formationsmatrixsozubestimmen,daßdieneuenMerkmaleeinembestimmtenOptimalitätskri-
teriumgenügen.

Die Ziele,diedurchdie Transformationmit derLDA–Matrix verfolgtwerden,sind:

1. DekorreliertheitderneuenMerkmale

2. Maximale diskriminanteInformation bleibt in �x erhaltenfür den Fall einer reduzierten

DimensionalitätDx g Dy

DieseZiele lassensichanhanddersogenanntenScatter–Matrizenformulieren.Gegebensei-
enzunächstJ unterschiedlicheKlassen,die in einemKlassifikationsprozeßunterscheidbarsein

sollen.Eswird dieAnnahmezugrundegelegt, daßdie MerkmalsvektorendereinzelnenKlassen

35
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durcheineunimodaleGaußverteilungbeschreibbarsind.Die within–Scatter–Matrix ist wie folgt
definiert: h

w � J

∑
j 4 0

P
�
j � Σ j (5.2)

Σ j ist die KovarianzmatrixderzurKlasse j zugehörigenMerkmalsvektoren:

Σ j � E � � �x j 1 ¯�x j � � �x j 1 ¯�x j � T � (5.3)

E ��2i� stehthierbeifür denErwartungswert.̄�x stellendieMittelpunktsvektorendereinzelnenKlas-

sendar. Die within–Scatter–Matrix kannauchalsmittlereKovarianzmatrixbezeichnetwerden.

Die betweenScatter–Matrix

h
b wird ausgehendvonderVerteilungderKlassenschwerpunkte

¯�x j definiert: h
b � J

∑
j 4 0

P
�
j � � ¯�x j 1 ¯�x� � ¯�x j 1 ¯�x� T (5.4)

¯�x bezeichnetdenglobalenSchwerpunktundP
�
j � dieAuftrittswahrscheinlichkeit einerKlassej.

Mit Hilfe der Scatter–Matrizenläßt sich folgendeZielfunktion überdie Spurtr
� 2j� desMa-

trixproduktesdefinieren:

tr
� h 6 1

w

h
b � (5.5)

Die Scatter–Matrizenin diesemAusdruckbeziehensichaufdentransformiertenMerkmalsraum

( �y). Auf denHintergrunddieserZielfunktion wird erstin denweiterenAusführungeneingegan-
gen,damiterleichterverständlichwird. In derLiteratur([Fukunaga, 1972], [Hojas, 1994]) finden

sichweitereverwandteZielfunktionen,diehier nichtnäherdiskutiertwerdensollen.

Im weiterenwird davonausgegangen,daßsichdieTransformationmit derTransformations-

matrix c T ausmehrereneinzelnenTransformationenzusammensetzt([Hojas, 1994]):ck�mln2po 2rq (5.6)

Im folgendensollendiedreiTransformationsmatrizenl , o und q mit folgenderBedeutung
entwickelt werden:O l führt zueinerDekorrelationderMerkmaleO o normiertdie Varianzen(whitening–Transformation)O q maximiertdie Trennbarkeit derKlassen

BetrachtetmandieersteForderungvonobennachmittlererDekorreliertheit,soerkenntman

leicht,daßdaseinerForderungnacheinerwithin–Scatter–Matrix in Diagonalformgleichkommt.
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Dies führt zu einer erstenTransformationsmatrixl , die ausden Eigenvektorender within–
Scatter–Matrix desursprünglichenMerkmalsraumesgebildetwird:lX� EV � Sw � (5.7)

EV
� 2j� bezeichnetdabeidasEigenwertsystem,alsodie Matrix gebildetausdenEigenvektoren

der Matrix. Zur genauenErklärungdesEigennwertproblemssei auf die Literatur verwiesen
([Fukunaga, 1972], [DudaundHart, 1973]).

In [Fukunaga, 1972] findet sich der Hinweis, daßdie Zielfunktion (5.5) für denFall, daßs T

h 6 1
w
s ��t ( t ist dieEinheitsmatrix)sichzu

J
� � tr

� s T

h
b
s � (5.8)

reduzierenläßt.Da durchdie ersteTransformationsmatrixl derAusdruck l T

h
b l schonDia-

gonalformbesitzt,kanndurchdie sogenanntewhitening–Transformationerreichtwerden,daß

die within–Scatter–Matrix zur Einheitsmatrixwird. Dazuwird einezweiteTransformationsma-
trix o verwendet,dieDiagonalformbesitztundderenElementedie reziprokenWertederStan-

dardabweichungender einzelnenMerkmalskomponentendarstellen.Dieseberechnensich aus
denEigenwertenvon

h
w potenziertmit 1 1

2:o � diag
�
EWd � h w �u6 1

2 � (5.9)

DieserZusammenhangresultiertausderÄquivalenzderEigenwerteEWd � h w � mit denVarian-
zendereinzelnenMerkmalskomponenten.

Die beidenerstenTransformationenführen nun zu der gewünschtenEigenschaft,daßdie
within–Scatter–Matrix im transformiertenRaumzur Einheitsmatrixwird.

s
bezeichnenundie

ZusammenfassungderbeidenerstenTransformationen:s �vlwo (5.10)

Die vereinfachteZielfunktion(5.8) besagtnun,daßdieSpur— alsodieSummederDiagonalele-
mente— derbetweenScatter–Matrix nachdenerstenbeidenTransformationenzu maximieren

ist. AnschaulichkanndiesalsVersuchinterpretiertwerden,die MittelpunktederKlassenvertei-
lungenmaximalzu entzerren.Dies führt wiederumauf ein Eigenwertproblem,dessenLösung

einedritteTransformationsmatrixq ist:qx� EV � s T

h
b
s � (5.11)

Wichtig hierbei ist, daßdie Eigenvektorenin q entsprechendder Eigenwertegeordnetsind.
Nur sowerdendie Komponentenvon �x entsprechendihremdiskriminativenGehaltsortiert.Die
StreuungunddamitderAbstandderKlassenmittelpunkteentlangderneuenKoordinatenachsen

entsprichtdemEigenwertzudemEigenvektor, derdieseKoordinatenachseaufspannt.
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5.2 Anwendung für die Spracherkennung

5.2.1 Vorteile der Transformation für HMM–Systeme

Bei einemautomatischenSpracherkennungssystem,dasaufHMMs basiert,sindmehrereEigen-

schafteneinerMerkmalstransformationmittelsLDA von Vorteil.

Unkorr eliertheit und einheitliche Varianz Zunächstkommt die Eigenschaftder im Mittel
unkorreliertenMerkmalskomponentender Verwendungvon diagonalenKovarianzmatrizenfür
dieModellierungderEmissionswahrscheinlichkeitenentgegen.Die Merkmalskomponentensind

zwar nur im Mittel unkorreliert, der Fehler, der durchdie diagonalenKovarianzmatrizenent-
steht,wird jedochje nachursprünglichemMerkmalsvektordramatischreduziert.Wird derMerk-

malsvektorzumBeispielausdenEnergienvon überlappendenFilterbänkengebildet,so ist die
KorrelationdieserKomponentennaturgemäßhoch.Durch die whitening–Transformationsind

weiterhindie VarianzenderKlassenverteilungenim Mittel überalle Komponentengleich.Dies
reduziertdenFehler, der durchdie Verwendungvon nur einereinzigenfür alle Komponenten
gültigenVarianz(vgl. Abschnitt2.4.2) entsteht.

Ordnung der Komponentennach diskriminati ver Inf ormation Ein weitererentscheiden-

derVorteil ist die KompressionderdiskriminativenInformationin denvorderenKomponenten
destransformiertenMerkmalsvektors([Eiseleu.a., 1996]). Die Transformationsmatrix,welche

zunächstdie DimensionDy e Dy hat,kannum Dy 1 Dx Zeilenverkürztwerden,wasauf einem
Merkmalsvektormit derDimensionDx g Dy führt. In derPraxiskannsomitderMerkmalsvektor

ohneeinenVerlustanErkennungsgenauigkeit um einigesverkürztwerden.Dieshatnebendem
Vorteil einerbeschleunigtenBerechnungder EmissionswahrscheinlichkeitendenVorteil einer
besserenSchätzbarkeit, dadie AnzahlderfreienSystemparameterreduziertwird.

5.2.2 Verwendungvon Supervektoren

Wie schonausgeführtbestehteineEinschränkungvon Hidden–Markov–Modellenin der man-

gelndenBerücksichtigungder Korrelationder Merkmalsvektorenüber der Zeit ([Wellekens,
1987], [JunkawitschundHöge, 1998], [ChengalvarayanundDeng, 1998]). Ähnlich wie bei der

Merkmalsextraktion,wo Ableitungender MerkmalskomponentendemMerkmalsvektorhinzu-
gefügt werden,kann der Merkmalsvektor bei Verwendungder LDA nochmalserweitertwer-

den ([Haeb-Umbachu.a., 1993], [Aubertu.a., 1993]). Ausgehendvon einer Merkmalsfolge
Y
� �\� �y� t � wird eineneueMerkmalsfolgeY alsEingabefür dieLDA gewonnen,indemimmerL

benachbarteMerkmalsvektoren(ersteundzweiteAbleitungeninklusive)zusogenanntenSuper-

vektorenzusammengefügtwerden.Für einenWert von L � 2 wird derSupervektor �yt 4 1 durch
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ZusammenfügungderVektoren�y� t 4 1 und �y� t 4 2 gebildet,�yt 4 2 aus �y� t 4 2 und �y� t 4 3 undsofort (vgl.
Abbildung5.1). Der InformationsgehaltderEingangsmerkmalefür die LDA–basierteTransfor-

t1 2 3 4

y
yz 1 {y| 2 }y~ 3 �y� 4
�
y1 �y2 �y3 �y4

Abbildung 5.1: BildungderSupervektorenfolgeY ausY
�

mationwird dadurchpotentiellerhöht.Diesmußaberbei entsprechenderVerkürzungdesAus-
gabevektorsauf Dx g Dy Komponentennicht zu einerVergrößerungdesMerkmalsvektorsund

somit zu einererhöhtenKomplexität für denKlassifikatorführen.Der Rechenaufwandfür die
lineareTransformationbasierendauf der LDA steigtzwar linear mit der DimensionDy, doch
ist dieserwiederumrelativ klein gegenüberdemRechenaufwandfür die Emissionswahrschein-

lichkeiten,welchernur von derDimensionderVektorennachderTransformationDx abhängig
ist.

5.2.3 Wahl der Klassen

Wie im Abschnitt5.1 schonausgeführt,ist eineder Voraussetzungender LDA die Annahme,

daßsichdie MerkmalsvektoreneinerKlassedurcheineunimodaleGaußverteilungbeschreiben
lassen.Somit kommenfür die Wahl der Klassennur Sprachabschnittevon kurzerZeitdauerin

Frage,für dieStationaritätderMerkmalsvektorenangenommenwerdenkann.ZumBeispielsind
bei einemEinzelwortsytemzwar zunächstdie Klassen,die unterscheidbarseinsollten,durch

die Wörter definiert, für dieseWahl der Klassenkann aber in keinemFall eine Stationarität
angenommenwerden.AusdiesemGrundwerdenbeiderLDA für Spracherkennungmeistkleine

Einheitenwie PhonemealsKlassenverwendet.Oft werdenauchnochkleinereAbschnittewie
Phonemsegmenteverwendet([Haeb-UmbachundNey, 1992]).

Esstellt sichdie Frage,welcheEinheitenalsKlassenfür die LDA ambestengeeignetsind.

Zum einensollendie zu denKlassengehörigenSprachabschnittehinreichendkurz sein,damit
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dieVerteilungdurcheineunimodaleGaußverteilunggutbeschriebenwerdenkann.Zumanderen
wiedersprichtdie Verwendungvon kurzenAbschnittenderdurchdie Aufgabenstellunggegebe-

nenKlassenwie z.B.Wörtern.

Besondersdeutlich wird dieseProblematikbei der Verwendungvon Ganzwortmodellen.

Hierbeiwird unterUmständenein fastidentischerLautdurchzweiKlassen,nämlichSegmenten
von Pseudo–Phonemen,modelliert.Dies trif ft z.B. für die erstenZuständevon Ganzwortmo-

dellenfür die Wörter Nein und Neunzu. Für die LDA bedeutetdies,daßversuchtwird, zwei
fast identischeKlassentrennbarzu machen.Allerdings ist auchin diesemFall die Wahl der
Klassenfrei. Prinzipiell könnenzur BerechnungderLDA–Matrix undbei der Anwendungder

LDA–Matrix völlig unterschiedlicheAnsätzefür die Topologie–Modellierungverwendetwer-
den.So kannz.B. für die LDA–Berechnungein phonetischerAnsatzmit kontextunabhängiger

Phonemmodellierungundfür dasSystemmit dentransformiertenMerkmaleneineGanzwortmo-
dellierungangesetztwerden.WelcheVorgehensweisezueinemOptimumanErkennungsleistung

führt, kannnur experimentellbestimmtwerden.

5.3 Experimentezur LDA

5.3.1 Experimentezur Einbeziehungvon Kontext

Für alle Experimentein diesemunddemnächstenAbschnittwurdedie DeutscheVoice–Mail–

Datenbankeingesetzt.SpeziellwerdenTraining und Erkennungauf einemTeil der Datenbank
durchgeführt,in dem nur einzelngesprocheneKommandowörter und Zif fern enthaltensind.

Dabeiwird ein Wortschatzvon 62 Wörternzugrundegelegt. NähereAngabenzur Voice–Mail–
Datenbank([HauensteinundMarschall, 1995]) undderverwendetenTrainings–undTestaufga-
bemit Wortschatzgröße62 (VM–62) findensichim AnhangB.1.

Zunächstwird ein Maximum–Likelihood–Training mit den 52-dimensionalencepstralen
Merkmalsvektoren(vgl. Abschnitt 1.2) durchgeführt.Für die Modellierungauf phonetischer

Ebenewird zunächsteinekontextabhängigePhonemmodellierunggewählt. Für die Initialisie-
rung der Modelle wird die Methodemit Laufzeit–Clusteringverwendet.Die Gesamtzahlder

Gauß’schenDichtenwird zu1838gewählt.DiesentsprichteinerModellgröße,dieauchin einem
realenSystemmit rechtbegrenztenRessourcenwie einemSignalprozessor–basiertenErkenner

handhabbarwäre.Anschließendwerden5 IterationenMaximum–Likelihood–Trainingdurchge-
führt. Auf demTestsetergibt sichmit diesenEinstellungeneineWortfehlerratevon 6 � 0%.

Zur BerechnungderLDA–Matrix wird für die SegmentierungderTrainingsmengezunächst
eineGanzwortmodellierunggewählt.Daraufwird im folgendemAbschnittnochgenauereinge-
gangen.Für die phonetischeModellierungbei VerwendungderLDA–basiertenTransformation

wird wiederumdie kontextabhängigePhonemmodellierungverwendet.Für die LDA–basierte
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Transformationbzw. auchfür dieBerechnungderLDA–Matrix wird dieAnzahlderverwendeten
Supervektorenzwischen1 und3 variiert.Ausgehendvonden3 unterschiedlichenEinstellungen

wird jeweils ein auf demtransformiertenMerkmalenbasierendesHidden–Markov–Modell trai-
niert. Die Einstellungenfür dasML–Trainingwurdenwie für dasTrainingmit demcepstralen

Merkmalenbeschriebengewählt.

Erkennungstestswurdenmit einemauf52bzw. 24Komponentenreduziertentransformierten
Merkmalsvektordurchgeführt.Für diesesundviele andereExperimentewird die Dimensionali-

tät des(transformierten)Merkmalsvektorsauf denWert 24 gesetzt.Zum einenist diesdadurch
begründet,daßabeinerDimensionalitätvon20dieErkennungsleistungfaststagniert(vgl. Ende

diesesAbschnitts).ZumanderenhatderWert24denpraktischenVorteil, einVielfachesvon8 zu
sein.Dieshatfür dieUmsetzungin MikroprozessorsystemenundinsbesonderebeiVerwendung

vonSignalprozessorenVorteilefür denSpeicherzugriff.

Die Fehlerraten,die sich mit denunterschiedlichenEinstellungenergeben,sind in Tabelle
5.1 zusammengefaßt.Zunächstfällt auf, daßsichschonbei Verwendungvon nur einemSuper-

Vektorenfür den Wortfehlerrate

Supervektor mit 52Komponenten mit 24Komponenten

0 (keineLDA) 6.0 —

1 3.2 3.4

2 2.6 3.0

3 2.6 2.8

Tabelle 5.1: Vergleich von Fehlerratenauf demTestamterialfür eineunterschiedlicheAnzahl
von Vektorenzur Bildung desSupervektors für die LDA–basierteTransformation,Training:
TrainingsmengevonVM–62, Test:Testmengevon VM–62

vektoreinedeutlicheReduktionderFehlerrateumca.46%(relativ) von6 � 0%auf3 � 2%einstellt.

Verwunderlichist dies insofern,da ja eine lineareTransformationden Informationsgehaltdes
Merkmalsvektorsnichterhöhenkann.DerGrund,warumdieLDA–basierteTransformationhier

trotz identischerDimensionalitätvor und nachder TransformationeinenerheblichenGewinn
an Erkennungsleistungbringt, ist in der Dekorreliertheitund Varianznormiertheit(whitening

Transformation)der Merkmalezu suchen.Wie im Abschnitt5.2 schonbeschrieben,kommen
diedekorreliertenundaufeinheitlicheVarianznormiertenMerkmalederverwendeteneinfachen
Modellierungstarkentgegen.Die VerwendungvondiagonalenKovarianzmatrizenmit einerein-

heitlichenVarianzist bei dentransformiertenMerkmaleneherberechtigtals bei unnormierten
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Merkmalen.

Bei 2 Vektorenfür denSupervektor sinkt die Fehlerratesowohl für den52– als auchden

24–dimensionalenMerkmalsvektorgegenüberderVerwendungvonnureinemVektoralsSuper-
vektor. Beim Einsatzvon 3 Vektorenzur Bildung desSupervektorsreduziertsichdie Fehlerrate

nur für denFall des24–dimensionalenMerkmalsvektors.Die Reduktionder Fehlerratebeim
52–dimensionalenMerkmalsvektordurchVergrößerungdesSupervektorsist 18%bzw. 0% bei

VerwendungvondreiVektoren.Bei 24KomponentenbeträgtdieReduktionderFehlerraten12%
bzw. 7%.

Die durchVerwendungeinesgrößerenKontexts erzielteReduktionder Fehlerratenist also
geringerals die Reduktion,die durchdie LDA–basierteTransformationmit nur einemVektor
alsSupervektorgegenüberdemFall untransformierterMerkmaleerreichtwurde.Dies läßtver-

muten,daßdie Eigenschaftder Dekorreliertheitund Varianznormiertheitfür dasvorliegende
HMM–SystementscheidendersindalsderzusätzlicheInformationsgehaltdurchdenerweiterten

Kontext.

In Abbildung 5.2 ist die Abhängigkeit der Fehlerratevon der Anzahl der nachder LDA–

basierteTransformationverwendetenMerkmalskomponentenaufgetragen.Die in derGrafikein-
getragenenWortfehlerratenergebensichbeiErkennungmit nurD Merkmalskomponentenwobei

D zwischen2 und52variiertwurde.

FürWertevonD g 10sinktdie Fehlerratezunächstrapideab. Zwischen10und20reduziert

sich die Fehlerratenur nochum ca 3%. Die Gewinne bei D ^ 20 liegennur nochim Bereich
vonwenigenZehntelProzent.Die KonzentrationdesdiskriminativenInformationsgehaltsin der
oberenKomponentendesMerkmalsvektorserlaubtalsoeinedeutlicheReduktiondesMerkmals-

vektorsnachderLDA–basiertenTransformationohneeinengrößerenVerlustanErkennungslei-
stung.

Für alle weiterenin dieserArbeit beschriebenenExperimentewurdedie Anzahlderfür den
SupervektorverwendetenVektorenzu2 gewählt.

5.3.2 Veranschaulichungder durch die LDA erzieltenWirkung

Um die charakteristischenEigenschaftender transformiertenMerkmalezu veranschaulichen,
werdenzunächstzwei Standardabweichungenbetrachtet.σo ist die (komponentenspezifische)

StandardabweichungdesgesamtenMerkmalsraumes.Für die Berechnungderzweitenbetrach-
tetenStandardabweichungwerdendie Merkmalebzgl. ihrer Klassenzugehörigkeitenbetrachtet.
Für jedeKlasse(ZustandderHidden–Markov–Modelle)wird zunächstdieStandardabweichung

desMerkmalsraumsderKlasseberechnet.Die mittlereklassenspezifischeStandardabweichung
σs ergibt sichdurchMittelungderStandardabweichungenallerKlassen.

Die einzelnenKomponentendestransformiertenMerkmalsvektorswurdennun in der be-
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Abbildung 5.2: Abhängigkeit derFehlerrateauf demTestmaterialvon derAnzahldernachder
LDA–basiertenTransformationverwendetenMerkmalskomponenten,Training:Trainingsmenge
vonVM–62, Test:Testmengevon VM–62

schriebenenWeiseanalysiertunddiekomponentenspezifischenStandardabweichungenin Abbil-
dung5.3visualisiert.Zunächstist zu erkennen,daßdie Standardabweichungenσs bis auf durch

die Numerik bedingtenAbweichungenüberdem Komponentenindex konstantsind. Dies ent-
sprichtgenaudengewünschtenEigenschaftenderMerkmalenachderwhiteningTransformation.

Zumanderenist gutzuerkennen,daßdieStandardabweichungσo für dieoberenMerkmalskom-
ponentensehrviel größerist alsσs, jedochcircaabKomponente30quasimit σs zusammenfällt.

In [Höge, 1999] findet sich eineinformationstheoretischeInterpretationdieserStandardabwei-
chungen,die dort zur näherungsweisenBerechnungeinerEntropieverwendetwerden.

In Abbildung5.4wird versucht,die Verhältnisseim Merkmalsraumgrafischzu veranschau-
lichen. In der linken Bildhälfte ist eine Projektionin den zweidimensionalenRaumx1/x2, in

der rechtenBildhälfte der Merkmalsraumx5/x6 dargestellt.Mit den großenKreisensind die
Verteilungender gesamtenMerkmalsräume,mit den kleinen Kreisendie klassenspezifischen

Verteilungendargestellt.Währenddie klassenspezifischenVerteilungenbzgl. ihrer Ausdehnung
konstantsind, ist der gesamteMerkmalsraumin der Ebenex5/x6 sehrviel kleiner als in x1/x2.
Für die oberenMerkmalskomponenten(z.B. x1/x2) kannmansichdie einzelnenklassenspezifi-

schenVerteilungenalsweit im Merkmalsraumverteilt vorstellen.Die Trennbarkeit derKlassen
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Abbildung 5.3: Inter– undIntra–Klassen–spezifischeStandardabweichungenσo undσs in Ab-
hängigkeit derMerkmalskomponentenachderLDA–basiertenTransformation,Trainingsmate-
rial vonVM–62
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Abbildung 5.4: LagederKlassenin derProjektionin zweidimensionaleRäume(schematisierte
Darstellung)

ist hieroptimal.FürdieunterenKomponentenliegendieklassenspezifischenVerteilungennäher
zusammen.Für Komponentenab Index 30 liegendie Verteilungender Klassenschließlichso
nahebeieinander, daßeineTrennbarkeit quasinicht mehrgegebenist. Der Anteil anklassendis-

kriminierenderInformationin denunterstenKomponentenist fastNull.
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5.3.3 Experimentezur Wahl der Klassen

In [Haeb-UmbachundNey, 1992] findet sich eineUntersuchungzur Wahl der Klassenfür die
LDA. Dort wurdenPhoneme,Zuständeund Modender Zustandsverteilungenverglichen.Das
Ergebnisder Untersuchungenwar, daßsich für die Verwendungvon Zuständendie bestenEr-

kennungsergebnisseerzielenlassen.Fürdie in diesemAbschnittbeschriebenenUntersuchungen
wird nunzwardieWahlderKlassenaufZuständefixiert, unterschiedlicheVerhältnisseentstehen

aberdurcheineunterschiedlicheAusprägungderphonetischenModellierung.

Mit derWahlderphonetischenModellierungwird dieAnzahlundArt derKlassenfür dieBe-
rechnungderLDA festgelegt. Eswerdendrei verschiedeneModellierungenbetrachtet:kontex-

tunabhängigePhonemmodellierung,kontextabhängigePhonemmodellierungundGanzwortmo-
dellierung.Alle Angabenbeziehensichhier auf denWortschatzmit 62 WörternausderVoice–
Mail–Datenbank.FürdiekontextunabhängigePhonemmodellierungist dieZahlderKlassenmit

115amkleinsten.FürkontextabhängigePhonemmodellierungliegt dieZahlderKlassenbei447
undfür Ganzwortmodellierungschließlichbei 1153.

In der vorliegendenVersuchsreihewurdendrei verschiedeneLDA–Matrizenentsprechend

derdreiMöglichkeitenfür diePhonemmodellierungberechnet.In Tabelle5.2sindauchdieFeh-
lerratenfür die ModellierungohneLDA–basierteTransformationeingetragen.Dort wurdenun-

abhängigvon derphonetischenModellierung1838Gauß’scheDichtenverwendet.Darin ist der
Grundfür die hoheWortfehlerratebei Ganzwortmodellierungzu suchen.An dieserStellewar
die mittlereAnzahlvon Dichtenpro Zustandwohl zuklein gewählt.Ansonstenergibt sichohne

vor LDA nachLDA

Kontext Fehlerrate FehlerrateNKTX FehlerrateKTX

NKTX 7 � 2 3.8 2.9

KTX 6 � 0 3.6 2.7

GW 11� 9 3.4 2.6

Tabelle5.2:VergleichvonFehlerratenaufdemTestmaterialfür verschiedeneArtenderKontext-
modellierungvor bzw. nachAnwendungderLDA: KontextunabhängigeModellierung(NKTX),
KontextabhängigeModellierung(KTX), undGanzwortmodellierung(GW),Training:Trainings-
mengevonVM–62, Test:TestmengevonVM–62

LDA–basierteTransformationfür diekontextabhängigePhonemmodellierungeinetwasbesseres
Ergebnisalsfür die kontextunabhängigePhonemmodellierung.

Für dentransformiertenMerkmalsvektorwurdedie Dimensionfür diesenVersuchebenfalls
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auf denWert 52 gesetzt.Für die Modellierungmit der LDA–basiertenTransformationwurden
die VariantenkontextabhängigeundkontextunabhängigePhonemmodellierunguntersucht.Auf-

fällig ist, daßderGewinn durchdie kontextabhängigePhonemmodellierungmit LDA–basierter
Transformationsehrviel höherist alsohnedie Transformation.DasentscheidendeErgebniser-

gibt sichdurchdie VariationderphonetischenModellierungzur BerechnungderLDA–Matrix.
DieFehlerratereduziertsicheindeutigbeisteigenderZahlderKlassenzurBerechnungderLDA–
Matrix.

UntergewissenGesichtspunktenwäreeinanderesErgebniszuerwartengewesen.Vergleicht
manz.B. die kontextunabhängigePhonemmodellierungmit der Ganzwortmodellierung,so er-

scheinteineMaximierungder Klassifikationsleistungfür die Phonemmodellierungsinnvoller.
Bei der Ganzwortmodellierunggibt esmehrereKlassen,die fast identischenartikulatorischen

Ereignissenentsprechen.So werdenbei der Ganzwortmodellierungz.B. die Anfangsteilevon
zweiundzwomit unterschiedlichenZuständenmodelliert,obwohl die beidenWortanfängeaku-

stischsehrähnlichsind.AusdieserÜberlegungherauserscheintessinnvoller, dieKlassentrenn-
barkeit beieinerphonetischenModellierungmit wenigenundakustischmöglichstverschiedenen
Einheitenzu optimierenalsbei sehrvielenEinheiten,wie bei derGanzwortmodellierung.Allen

theoretischenÜberlegungenentgegenist dasexperimentelleErgebnisjedocheindeutig.



Kapitel 6

Diskriminati ve Nachschätzungvon
HMM–P arametern

6.1 Einführung und Moti vation

DasVerfahrenderMaximum–Likelihood(ML) Schätzungist zunächstunabhängigvonderKlas-
sifikationsleistungdefiniert.Ziel derOptimierungist nurdieMaximierungderErzeugungswahr-

scheinlichkeit für die Trainingsmuster. Nur unter sehreingeschränktenVoraussetzungenkann
gezeigtwerden,daßeinSystem,dessenParameternachdiesemVerfahrengeschätztwurden,die
optimaleKlassifikationsleistungerreicht([Brown, 1987]). Die Voraussetzungenhierfürsindeine

stochastischeModellierung,die denrealenProzeßvollständigbeschreibtundeineausreichend
großeTrainingsstichprobe,dieeinehinreichendgenaueSchätzungderParametererlaubt.Bei der

AnwendungdesML Verfahrensfür Hidden–Markov–Modellein derSpracherkennungist meist
keinedieserVoraussetzungenerfüllt. ZumeinenweisenHidden–Markov–ModelleklareDefizite

wie die mangelndeBerücksichtigungderzeitlichenKorrelationderMerkmaleauf ([Wellekens,
1987]). Zum anderenist dasin der PraxisvorhandeneSprachmaterial,daszum Training zur

Verfügungsteht,immerendlichundoft nichtausreichend.

EineCharakteristikdesMaximum–Likelihood–SchätzverfahrensläßtsichanseinerDefini-

tion (vgl. Gleichung(4.1)) ablesen:in deneinzelnenBeiträgender Zielfunktion sindnur Para-
meterdeszur jeweiligenStichprobekorrespondierendenModellsenthalten.Wechselwirkungen

zwischendenParameternderunterschiedlichenModellewerdenalsonicht explizit berücksich-
tigt. Suchtmannun nacheinerGemeinsamkeit der bekannten,als diskriminativbezeichneten

Verfahrenwie MMI undMCE, sofindensichBeiträgein derZielfunktion,welchediegenannten
Wechselwirkungenrepräsentieren.Währendbei derML Schätzungdie Erzeugungswahrschein-
lichkeit der Trainingsmustermaximiertwird, so beinhaltendiskriminative Verfahrenüblicher-

weiseeine Minimierung der Erzeugungswahrscheinlichkeit durch Modelle, die nicht mit den

47
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Trainingsmusternkorrespondieren.

In zahlreichenPublikationenwurdenverschiedenediskriminative Verfahrenwie Minimum

ClassificationError (MCE), Maximum–Mutual–Information(MMI) oder corrective training

verglichenund darüberhinausverschiedeneKombinationenwie correctiveMMI beschrieben.

Sowohl die Theorieals auchverschiedensteexperimentelleErgebnissezeigen,daßdie Unter-
schiedezwischendenVerfahren,insbesonderezwischenMMI und MCE, nicht essentiellsind
([Schlüter, 2000]). Insgesamtist erkennbar, daßin der Formulierungvon MCE mehr nutzba-

reFreiheitsgradeenthaltensindunddieexperimentellerzieltenErgebnisseteilweisegeringfügig
bessersindalsbeiMMI ([Reichl, 1996], [SchlüterundMacherey, 1998]). In allennachfolgenden

Untersuchungenwird die Zielfunktion für die diskriminative Schätzungder Modellparameter
ausgehendvon demVerfahrenMinimumClassificationError (MCE) gewählt,dasim folgenden

Abschnittdetaillierterdargestelltwird.

6.2 Grundprinzip von MCE

ÜbersetztmandenBegriff MinimumClassificationError ausdemEnglischenwörtlich insDeut-

sche,soerhältmandieBezeichnungMinimalerKlassifikationsfehler. Die IdeehinterdemMCE–
Verfahrenist esalso,denKlassifikatormit der geringstmöglichenKlassifikationsfehlerratezu
finden.ÜberträgtmandiesaufdasGebietderParameterschätzungfür dieautomatischenSprach-

erkennung,soergibt sichalsZiel die MinimierungderFehlerrate,dieein Klassifikatoraufeiner
gegebenenMengevon Trainingsstichprobenliefert. In der Praxiswird dazueineZielfunktion

lMCE in Abhängigkeit derModellparameterΛ unddenTrainingsdaten� Sr � definiert,welchedie
Klassifikationsfehlerratefür die Trainingsdatenapproximiert:

ΛMCE � argmin
Λ

lMCE
�
Λ � � Sr ��� (6.1)

Um dieOptimierungderParameterdatengetriebendurchführenzukönnen,mußdieZielfunktion

differenzierbarsein.DasmachtdieVerwendungeinerApproximationderFehlerratenotwendig.
Die exakteFehlerratealsMittel von diskretenbinärenWerten0 für korrekteKlassifikationin 1

für Fehlklassifikationist einenicht–stetigeundnicht–differenzierbareFunktion.

Die Zielfunktion lMCE wird zunächstalsErwartungswertüberSummandenfür dieeinzelnen

Muster � Sr � gebildet:

lMCE
�
Λ � � Sr ����� 1

R

R

∑
r 4 0

l
�
Sr � Λ � (6.2)

RbezeichnetheribeidieAnzahlderTrainingsmuster. Die einzelnenSummandenl
�
Sr � Λ � stellen

einestetigeApproximationdesKlassifikationsfehlersfür die einzelnenMusterSr dar. Hierbei

wird eine Diskriminanzfunktiond
�
S� Λ � in eine Sigmoidfunktioneingebettet,sodaßsich (bei
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einemunbeschränktenWertebereichfür d) für l Wertezwischen0 und1 ergeben:

l
�
S� Λ �3� 1

1 0 e6 γd � S�Λ � (6.3)

Im PrinzipwärenauchandereFunktionenfür die Einbettungder Diskriminanzfunktiondenk-

d

γ

1
1 � e� γd
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Abbildung 6.1: Die Sigmoidfunktionl
�
d � für zwei verschiedeneWertevon γ

bar. Die Diskriminanzfunktiond beschreibtdie Fähigkeit desKlassifikators,ein Musterrichtig
klassifizierenzu können,wobeipositiveWertevon d für eineschlechteundnegativeWertevon

d für eineguteFähigkeit zur richtigenKlassifikationdesMustersstehen.
SeidiekorrekteKlassefür dasMusterSdurchi � Ω

�
S� gegeben,solautetdieDefinition für

die Diskriminanzfunktion:

d
�
S� Λ �3� g

�
S� λi ��0 log � 1

J 1 1 ∑
j �4 i

e6 g � S� λ j � η � 1
η

(6.4)

Mit derlogarithmiertenModellwahrscheinlichkeit (Score):

g
�
S� λ ���X1 σ2

0 2 logP
�
S� λ � (6.5)

In (6.4) wird die Differenzzwischender logarithmiertenWahrscheinlichkeit deskorrektenMo-

dellsλi unddemLogarithmuseinesgewichtetenMittels derWahrscheinlichkeitenaller anderen
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Modelleλ j gebildet.J ist hierbeidieZahl derkonkurrierendenModelle.Ein großerExponentη
bewirkt einestarke GewichtungdesMaximumsP

�
S� λh �:� maxj P

�
S�λ j � mit j �� i. Für denFall

η _ ∞ ([EulerundZinke, 1992]) reduziertsichderzweiteSummandin (6.4) auf denScoredes
bestpassendenkonkurrierendenModellsλh mit h � argmaxj �4 i P

�
S�λ j � :

d
�
S� Λ �p� η � ∞ � g

�
S� λi �P1 g

�
S� λh � (6.6)

Die DefinitionderDiskriminanzfunktionnach(6.6) wird in derLiteraturhäufigverwendet(z.B.
[EulerundZinke, 1992], [RaintonundSagayama, 1992]). Zumeinenbestehtzwar derNachteil,

daßnur maximalzwei Modelle einenBeitragzur Zielfunktion für ein Musterliefern, zum an-
derenhat aberdurchdieseFestlegungdie Diskriminanzfunktiond denmaximalenBezugzur
Klassifikationsleistung.Es ist sichergestellt,daßdasVorzeichenderDiskriminanzfunktionein-

eindeutigmit demVorhandenseineinesKlassifikationsfehlersverknüpftist. Für alle experimen-
tellen Untersuchungenwird dieseDefinition (6.6) der Diskriminanzfunktiond mit η _ ∞ ge-

wählt.Würdezusätzlichin (6.3) derParameterγ _ ∞ gewählt,sowürdedie Zielfunktion exakt
die FehlerratedesKlassifikatorsangeben.Diesist jedochnicht sinnvoll, dadie Zielfunktion nur

für Wertevon γ g ∞ differenzierbarist.

6.3 GradientenbasiertesOptimierungsverfahrenfür MCE

6.3.1 Gradientenverfahren

DasMCE–Verfahrenwird sehroft in Zusammenhangmit demVerfahrendesGeneral Proba-

bilistic Descend(GPD)genannt.Obwohl derBegriff GPDhäufigsogaralsSynonym für MCE
in Kombinationmit GPDverwendetwird, ist esnatürlichnicht daseinzigmöglicheeinsetzba-

reOptimierungsverfahren.In derLiteraturwird nebenerweitertenGradientenverfahrenz.B.von
höhererOrdnunghäufigdererweiterteBaum–Welch–Algorithmus([Gopalakrishnanu.a., 1989],

[Gopalakrishnanu.a., 1991]) eingesetzt.Die VorteiledieseranderenOptimierungsverfahrenlie-
genin einerpotentiellbesserenKonvergenzund für daserweiterteBaum–Welch–Verfahrenin

der leichterenEinhaltungvon Nebenbedingungen,wie sie für die Mixturkoeffizientengegeben
sind.Im RahmendieserArbeit wird jedochauf dasGPDVerfahrenaufgebaut,welchesim fol-

gendenbeschriebenwird.
DasGPD Verfahrenist ein iterativesSchätzverfahrenmit einerüberdemIterationsindex k

variablenSchrittweiteεk. Die nachgeschätztenParameterΛkN 1 nachderIterationk ergebensich

wie folgt ausdenParameternΛk vor derIteration:

ΛkN 1 � Λk 1 εk∇l
� � Sr � � Λk � (6.7)

Eskanngezeigtwerden,daßdasVerfahrenfür k gegen∞ theoretischzueinemlokalenMinimum

der Zielfunktion konvergiert, wenndie Folge εk folgendenBedingungengenügt:∑∞
k4 0 εk � ∞,
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∑∞
k4 0 ε2

k g ∞ und εk � 0 ([JuangundKatagiri, 1992]). In der Praxiswird meisteinelinear sin-
kendeFolgeεk � ε0

�
1 1 k

K � bei K Iterationenverwendet.

Fürdiein dieserArbeit dargelegtenExperimentewird jedochstatteinerFolgesinkenderWer-
te von εk ein festerWert ε0 verwendet.Zum einenhatsichdie potentiellschnellereKonvergenz
durchhöhereWertefür die Schrittweitein denerstenIterationennicht bewährt([Bauer, 1997]).

Zum anderenvermeidetmandurcheinekonstanteSchrittweiteeinevorherigeFestlegungder
Anzahlvon IterationsschrittenK, die für einelinearsinkendeFolgezumindesttheoretischnot-

wendigist.

6.3.2 Nachschätzformeln

o seiein ParameterausderMengederParameterΛ. Die grundsätzlicheVorschrift zur Berech-
nungdesnachgeschätztenParameterŝo lautetnun:

ô � o 1 ε 2 ∂l
�
S� Λ �
∂o

(6.8)

Die partielleAbleitungin (6.8) läßtsichnunweiteraufspalten:

ô � o 1 ε 2 ∂l
�
d
�
S� Λ �S�

∂d
�
S� Λ � 2 ∂d

�
S� Λ �
∂o

(6.9)� o 1 ε 2 ∂l
�
d
�
S� Λ �S�

∂d
�
S� Λ � 2�� ∂g

�
S� λi �
∂o

1 ∂g
�
S� λh �
∂o � (6.10)

Dabeisind λi und λh die Modelle entsprechendder korrektenKlassei � Ω
�
S� und der besten

konkurrierendenKlasseh. DieserersteAusdruckin (6.10) stellt eineArt Gewichtungsfunktion
dar, die unabhängigvon derArt desParametersist. Im zweitenAusdruckfindensichdie beiden

partiellenAbleitungenentsprechenddenbeidenModellenλi undλh.

Die partielleAbleitungderZielfunktion l läßtsichdabeifolgendermaßenberechnen:

∂l
�
d
�
S� Λ �?�

∂d
�
S� Λ � � γ 2 l � S� Λ �P2 � 1 1 l

�
S� Λ �?� (6.11)

In Abbildung 6.2 ist die Sigmoidfunktionl
�
d � und ihre Ableitung nachd grafischdargestellt.

Interpretiertman dieseAbleitung als Gewichtungsfunktion(vgl. (6.9)), so wird deutlich,wie

starkderEinflußeinerÄußerungin Abhängigkeit vomDiskriminanzmaßd ist: dengrößtenEin-
fluß besitzenÄußerungenmit d � 0, also Äußerungen,bei denendie Klassifikationunsicher

ist. Andererseitssinkt der Einfluß für steigendeWerte von � d � wieder. Äußerungen,die also
eindeutigrichtig odereindeutigfalschklassifiziertwordensind, tragenzur Nachschätzungder
Parameterkaumbei.Dieserscheintsinnvoll, dazumeinenMuster, diekeineProblemfällebeider

Klassifikationdarstellen,nicht verstärktgelerntwerdenmüssen.Zum anderenist die Annahme
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Abbildung 6.2: Die Sigmoidfunktionl
�
d � undihre partielleAbleitung(skaliertmit 1� γ)

berechtigt,daßMuster, die grobfalschklassifiziertwurden,nicht sinnvoll zur Verbesserungdes
Klassifikatorsgenutztwerdenkönnen.Oft handeltessichdabeium Ausreißer, möglicherweise

verursachtdurchFehlerin derTranskriptionderDatenbank.

6.4 Auswahlder Parameter zur Nachschätzung

Wie bei der Maximum–Likelihood–Schätzungkommenbei demzugrundeliegendenSpracher-

kennungssystemprinzipiell zweiParametersätzezurNeu–bzw. Nachschätzungin Betracht.Das
sind die Mittelpunktsvektorender Gauß’schenWahrscheinlichkeitsdichtefunktionensowie die

Mixturkoeffizienten,welchedie Gaußdichtenin einemZustandgewichten.EineSchätzungder
globalenVarianzundderglobalenÜbergangsstrafenwäreprinzipiell auchmöglich.DerEinfluß

dergenanntenglobalenParameterauf die ErkennungsleistungdesGesamtsystemsist jedochre-
lativ gering,undeineOptimierungim SinneeinermaximalenKlassifikationsleistungist durch
einfacheempirischeOptimierungeinfacherrealisierbar;d.h.aufgrundderwenigenFreiheitsgra-

dekanndieOptimierungdurchDurchfahreneinesbreitenWertebereichsderParametererfolgen.
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6.4.1 Mixturk oeffizienten

In einemHidden–Markov–Modellgibt esgenausovieleMixturkoeffizientenwie esModengibt:

∑sMs. Die Anzahl dieserWerte ist alsorelativ gering im Vergleich zur Anzahl der Parameter

für die Mittelpunktsvektoren.Anderswürdeessichbei einemSystemmit semikontinuierlichen
Modellenverhalten.Dort besitztjederZustandsoviele Mixturkoeffizientenwie escodebook–

Vektorengibt. In der Literatur ([Reichl, 1996]) findet sich auchdeshalbdie Vorgehensweise,
bei semikontinuierlichenModellennur die Mixturkoeffizientennachzuschätzenunddie Mittel-

punktsvektorenunverändertzu lassen.Bei kontinuierlichenHidden–Markov–Modellenist nun
zumeinenderEinflußdieserwenigenParameterrelativ gering,zumanderenkanndie geringere
Parameteranzahlzu einerbesserenGeneralisierungführen.Grundsätzlicherscheintdie Nach-

schätzungderMixturkoeffizientenin demvorliegendenSystemalssinnvoll.

Gehtmanvon einemHMM als stochastischemModell aus,mußfür die Mixturkoeffizien-

ten einesZustandsdie Normierungauf Summegleich 1 gelten(vgl. Gleichung(2.11)). In der
Literatur findet sichdeshalbhäufigdie Vorgehensweise,daßdiesdurcheinegeeigneteNeben-

bedingungbei derOptimierungerhaltenbleibt ([Wolfertstetter, 1997]). Mit derAnwendungdes
MCE–Verfahrenskannmanabervon einemVerlassender stochastischenModellierungim ei-
gentlichenSinnesprechen.Währendbei der Maximum–Likelihood–Schätzungdie Systempa-

rameterWerteannehmensollen,die möglichstdenwahren Wertenentsprechen,kannmanbei
MCE dieseIdeeeigentlichüberBord werfen.DaseinzigeOptimierungskriteriumbei MCE ist

die approximierteErkennungsrate.DieserArgumentationfolgendwird in dendargestelltenAr-
beiteneine Normierungder Mixturkoeffizientenaußeracht gelassen.Damit ist es dannauch

möglich,dieMixturkoeffizientenfür singledensitiesModelle(Ms � 1) nachzuschätzen,wasdie
NormierungaufSumme1 natürlichverbietenwürde.

StattdereigentlichenMixturkoeffizientensollennundieneg–log–transformiertenMixturko-
effizienten,alsodieMixturstrafenCs�m nachGleichung(3.15), GegenstandderOptimierungsein.
Die OptimierungohneNebenbedingungenbietetauchtheoretischeinenVorteil gegenüberder

Optimierungmit Nebenbedingung:dakeineNormierungim Zustandmehrverlangtist, können
die MixturstrafenquasiüberZustandsgrenzenhinweg im SinneeinerGewichtungbestimmter

Zuständein Wechselwirkungtreten.DasNachschätzenderMixturstrafenohneNebenbedingung
kannpotentielleineoptimierteGewichtungderModenin einemZustandundderZuständeun-

tereinanderwie in [WolfertstetterundRuske, 1994] und[Wolfertstetter, 1997] bewirken.

Nachschätzformel Ausgehendvon derallgemeinenNachschätzformel(6.10) läßtsichfür die
MixturstrafenfolgendeNachschätzformelformulieren:

Ĉs�m � Cs�m � ε � ∂l � d � X � Λ �S�
∂d � X � Λ � � T

∑
t � 1

ζi
t � s� m��  ε � ∂l � d � X � Λ �?�

∂d � X � Λ � � T

∑
t � 1

ζh
t � s� m� (6.12)
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Dabeisindζi
t � s� m� undζh

t � s� m� dieZuordnungsfunktionenentsprechendderDefinition(4.7) für
daskorrekteModell λi unddasbestekonkurrierendeModell λh. Mansieht,daßdieMixturstrafen

erniedrigtwerden,wenneineMode bei der DecodierungdeskorrektenModells angesprochen
wurdeunderhöhtwerden,wenneineModebeiderDecodierungeineskonkurrierendenModells

angesprochenwurde.Damit reduziertsich die Erzeugungswahrscheinlichkeit desModells λh

underhöhtsichdie Erzeugungswahrscheinlichkeit desModellsλi für die MerkmalsfolgeX.

6.4.2 Verteilungsschwerpunkte

Die Mittelpunktsvektorender Gaußverteilungen¡µs�m stellen in dem vorliegendenHMM–Er-

kennungssystemdie mit AbstandwichtigstenEinflußgrößendar. Bei kontinuierlichenHidden–
Markov–Modellenist allein die Anzahl der freien ParameterdieserGruppeim Normalfall um

mehrereGrößenordnungenhöheralsz.B. die derMixturstrafen.Ein NachschätzendieserPara-
metererscheintzumindestfür kontinuierlicheHMM sehrsinnvoll.

Nachschätzformel Setztman die Berechnungsvorschriftenfür die neg–log–transformierten

Modellwahrscheinlichkeiten(3.16) und (3.13) in die allgemeineNachschätzformel(6.10) ein,
so erhältmanfolgendeVorschrift für die Berechnungder nachgeschätztenMittelpunktsvekto-

ren:

ˆ¡µs�m � ¡µs�m   2ε � ∂l � d � X � Λ �?�
∂d � X � Λ � � T

∑
t � 1

�`¡xt � ¡µs�m�P� ζi
t � s� m�

� 2ε � ∂l � d � X � Λ �?�
∂d � X � Λ � � T

∑
t � 1

�`¡xt � ¡µs�m�P� ζh
t � s� m� (6.13)

In (6.13) siehtmansehrschön,wie die Mittelpunktsvektorenentwederin RichtungdesMerk-

malsvektorsoderin Gegenrichtungverschobenwerden.In Abbildung6.3 ist dieserSachverhalt
nochmalsim zweidimensionalenFall grafischveranschaulicht.Dort wäre ¡µ1 der Mittelpunkts-

vektoreinerModedie bei derDecodierungdeskorrektenModellsangesprochenwird. Folglich
wird die Neuschätzunĝ¡µ1 desMittelpunktsvektorsin RichtungdesMerkmalsvektors ¡x verscho-

ben.Der Mittelpunktsvektor ¡µ2 unddie Neuschätzunĝ¡µ2 hingegengehörenzu einerMode,die
bei der DecodierungdesbestenkonkurrierendenModells angesprochenwurde.Die Verschie-
bungfindetdortgenauvomMerkmalsvektorweg statt.

6.5 Experimentezur Auswahlder Parameter

Ausgangspunktder in diesemAbschnitt beschriebenenVersucheist dasErgebnisder in Ab-
schnitt5.3.1und 5.3.3beschriebenenExperimente.Dort wurdedurchMaximum–Likelihood–

Training ein HMM erzeugt,daß mit 24 (LDA–transformierten)Merkmalskomponenteneine
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Abbildung 6.3: Verschiebung von Mittelpunktsvektorenzum Merkmalsvektor ¡x hin (¡µ1) oder
vomMerkmalsvektorweg (¡µ2)

Fehlerratevon 3 § 0% auf demVM–62 Testsetproduziert.DasentsprechendeHMM besitztei-

neGesamtzahlvon1838Gauß’schenVerteilungsfunktionenundsomitauch1838Mixturstrafen
und1838Mittelpunktsvektorenmit je 24 Komponenten.

Wie bei allenExperimentenmit diskriminativerNachschätzungderHMM–Parameterdiente

ein Maximum–Likelihood–ModellalsAusgangswertfür die Nachschätzung.Mit demOptimie-
rungskriteriumMinimalerWortfehler, daserstim Abschnitt6.12genauerbeschriebenwird, wur-

den je 15 Iterationendiskriminativem Trainingsdurchgeführt.In einemerstenSchritt wurden
lediglich die Mixturstrafennachgeschätzt,währenddie Mittelpunktsvektorennicht verändert

wurden.In einemzweitenVersuchwurdenandererseitsdie Mixturstrafenbeibehaltenund nur
die Mittelpunktsvektorendiskriminativ nachtrainiert.Im drittenundletztenVersuchdieserRei-

he wurdensowohl Mixturstrafenals auchdie Mittelpunktsvektorensimultannachgeschätzt.In
Tabelle6.1sinddie Ergebnissedieserdrei Versuchezusammengefaßt.

nachgeschätzteParameter Wortfehlerrate[%]

keine/ ML–Ausgangsmodell 3.0

nur Mixturstrafen 2.1

nur Mittelpunkte 1.7

MittelpunkteundMixturstrafen 1.6

Tabelle6.1: Vergleichvon FehlerratenaufdemTestmaterialbei diskriminativerNachschätzung
unterschiedlicherParameter, Training:Trainingsmengevon VM–62, Test:Testmengevon VM–
62

Allein durch die Nachschätzungder Mixturstrafenwird eine Reduktionder Wortfehlerra-
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teum30%auf2 § 1%absoluterzielt.Bei deralleinigenNachschätzungderMittelpunktsvektoren
reduziertsichdieFehlerrateim VergleichzumMaximum–Likelihood–Fall umca.43%auf1 § 7%

absolut.WerdennunMixturstrafenundMittelpunktsvektorengleichzeitigdiskriminativ trainiert,
ergibt sich eineFehlerratevon 1 § 6%. Als Ergebnisbleibt festzuhalten,daßdie Nachschätzung

derMittelpunktsvektorendasleistungsfähigereMittel zur ReduktionderFehlerrateist, obwohl
in diesemFall auchdie Reduktionder Fehlerrateallein durchNachtrainingder Mixturstrafen
signifikantist. DahingegenerweistsichdieReduktionderFehlerratedurchsimultanesNachtrai-

ning von MixturstrafenundMittelpunktsvektorengegenüberder alleinigenNachschätzungder
Mittelpunktsvektorenmit einerAbsenkungvonnur 0 § 1%absolutalsnicht signifikant.

Mittels zweierweitererVersuchesoll nununtersuchtwerden,welchesPotentialdieMethoden
bieten,wennnur eineminimaleAnzahlannachzutrainierenderParametervorhandenist. Hierzu
wird einMaximum–LikelihoodtrainiertesHMM mit singledensitiesverwendet.Die Gesamtzahl

derDichtenist damitgleichderAnzahlderverschiedenenSegmente:447.

In Tabelle6.2sinddie Ergebnissefür die NachschätzungderMixturstrafenin Abhängigkeit

derModellgrößedargestellt.Währendbei demgrößerenHMM eineReduktionderWortfehler-

AnzahlDichten
Wortfehlerrate[%]

ML–Ausgangsmodell MWF–Modell

447 6.8 6.0

1838 3.0 2.1

Tabelle6.2: ReduktionderFehlerrateaufdemTestmaterialdurchdiskriminativesTraining(Mi-
nimalerWortfehler:MWF) der Mixturstrafenvon Modellenmit unterschiedlicherAnzahl von
Dichten,Training:Trainingsmengevon VM–62, Test:TestmengevonVM–62

rateum 30% erzielt wurde,konnteein Nachtrainingder Mixturstrafenbei singledensitiesdie
Fehlerratelediglichum ca.12%senken.

In Tabelle 6.3 finden sich die Ergebnissebei Nachschätzungder Mittelpunktsvektoren.
Hierbeizeigtsich,daßeinNachtrainingderMittelpunktsvektorenbeikleinererModellgrößeso-
gareinestärkereReduktionderFehlerrate(ca.48%)liefert alsbeimgrößerenHMM (ca.43%).

Zusammenfassendkanngesagtwerden,daßMittelpunktsvektorenim VergleichzudenMix-
turstrafendashöherePotentialzur Verbesserungder Erkennungsleistungbei diskriminativem

Training besitzen.Insbesonderebei kleiner Modellgröße,welcheim Kontext dieserArbeit be-
sondersinteressantist, kanndurchdiskriminativeNachschätzungderMittelpunktsvektoreneine
signifikanteVerbesserungerzieltwerden.Die Verbesserung,diesichdurchsimultanesNachtrai-

ningvonMittelpunktsvektorenundMixturstrafenergibt, hatsichalsnicht signifikantgegenüber
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AnzahlDichten
Wortfehlerrate[%]

ML–Ausgangsmodell MWF–Modell

447 6.8 3.5

1838 3.0 1.7

Tabelle6.3: ReduktionderFehlerrateaufdemTestmaterialdurchdiskriminativesTraining(Mi-
nimalerWortfehler:MWF) derVerteilungsmittelpunktevonModellenmit unterschiedlicherAn-
zahlvonDichten,Training:TrainingsmengevonVM–62, Test:TestmengevonVM–62

demalleinigenNachtrainingderMittelpunktsvektorenerwiesen.FürallefolgendenExperimente
wird sichdeshalbeinNachtrainingderModelleaufeineNeuschätzungderMittelpunktsvektoren
beschränken.

6.6 Anpassungder Fehlerfunktion

In diesemAbschnittsoll dieFrageim Vordergrundstehen,wie derParameterγ derSigmoidfunk-
tion für ein bestimmtesTrainingoptimalzuwählenist.

EinemöglicheVorgabefür dieWahlvonγ könntesein,daßdieFehlerratesogutwie möglich
approximiertwird. Dies sprächefür einengroßenWert, so daßdie Sigmoidfunktionfast zur

Sprungfunktionwird. Für γ � ∞ (undη � ∞) wärezwar die Zielfunktion gleichderwirklichen
Fehlerrate(vgl. Abschnitt6.2), aberdie Zielfunktionwärenicht mehrdifferenzierbar.

FürdieBestimmungeinesgeeignetenWertsfür γ müssenwohl andereArgumentemit einbe-
zogenwerden.Wichtig ist in diesemZusammenhangdie InterpretationderpartiellenAbleitung
der Zielfunktion nachd alsGewichtungsfunktionin Abhängigkeit der Diskriminanzfunktiond

(vgl. Abschnitt6.3.2). AusgehendvondieserGewichtungsfunktionunddenEinflußdesParame-
tersγ aufdieseFunktionsoll nuneinpraktischanwendbaresSchemaentwickelt werden,dasdie

BestimmungeinesgeeignetenWertsγ erlaubt:

1. DurchführungeinerMCE–Iterationmit einembeliebigenWertfür γ mit Bestimmungeines
Histogrammsfür dieDiskriminanzfunktiond (ErgebnisderIterationwird verworfen).

2. BestimmungdesWertsγ in derArt, daßdie Gewichtungsfunktion∂l ¨ d ¨ X �Λ ©ª©
∂d ¨ X �Λ © gegen0 kon-

vergiert,sobaldauchdie Häufigkeit für positiveWertevon d gegen0 konvergiert.

3. DurchführungallerMCE–Iterationenmit dembestimmtenWert γ.

Die Vorgehensweisewird im folgendenAbschnitt anhanddesBeispielsin Abbildung 6.4

nähererläutert.
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6.7 Experimentezur Anpassungder Fehlerfunktion

Ausgangspunktder in diesemKapitel beschriebenenExperimenteist der Einzelworterkenner

für 62 Wörter, wie er auchschonin Abschnitt 6.5 Anwendunggefundenhat. Abbildung 6.4
zeigtnunzwei Histogrammefür die auftretendenWertevon d vor undnachdemdiskriminati-
venTrainingmit ZielfunktionMinimalerWortfehler(vgl. Abschnitt6.12) sowie denVerlaufder

Gewichtungsfunktion∂l ¨ d ¨ X � Λ ©ª©
∂d ¨ X �Λ © . Eswird nundasHistogrammfür Wertevond vor demdiskrimi-
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Abbildung 6.4: Histogrammfür Wertevon d vor (Iteration0) undnach(Iteration14) diskrimi-
nativemTraining,sowie ∂l ¨ d ©

∂d (skaliert)bei γ � 0 § 003

nativemTraining(durchgezogeneKurve) betrachtet.Für d  0 sinkt die Häufigkeit von Werten
d starkab und erreichtspätestensbei d ® 2000 � d̂ annähernddenWert 0. NachPunktzwei

desSchemasausAbschnitt6.6 soll nunderParameterγ sobestimmtwerden,daßdie Gewich-
tungsfunktion∂l ¨ d ¨ X �Λ ©ª©

∂d ¨ X �Λ © auchfür diesenWert von d̂ � 2000starkabgesunkenist. Zunächstwird

folgendeNäherungangenommen:

∂l � d � X � Λ �?�
∂d � X � Λ �b¯ d ° γ ± 1 ® 1 � l � d � X � Λ �S� (6.14)
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Mit dieserNäherungläßtsichfür die Bestimmungvon γ bei derVorgabe

l � d̂ � � 0 § 01 � max
d

l � d̂ � (6.15)

folgendeeinfacheGleichungangeben:

γ � � 1

d̂
� ln 0 § 01

1 � 0 § 01
(6.16)

Im Beispielergibt sichbei d̂ � 2000einWertvonγ ® 0 § 003.Der(geeignetskalierte)Verlaufder
Gewichtungsfunktionist in Abbildung6.4 für γ � 0 § 003eingezeichnet(gepunkteteKurve).

Fürdaszweitein Abbildung6.4dargestellteHistogramm(gestrichelteKurve)wurdennun15
MCE–Iterationenmit γ � 0 § 003durchgeführtund in der fünfzehntenIterationdasHistogramm

der auftretendenWertevon d bestimmt.DieseszweiteHistogrammist mit einergestrichelten
Kurve eingezeichnet.Setztmannun dasHistogrammvor demMCE–Training und dasHisto-

grammnachdem MCE–Training in Beziehung,so fällt der Bezugzur Gewichtungsfunktion
leicht ins Auge: die Häufigkeiten sind offensichtlich in einemMaßedurch dasdiskriminati-

ve Training reduziertworden,wie esdie Gewichtungsfunktionangibt.Die stärksteReduktion
findet sich im Bereichvon d ® 0, wohingegendie beidenHistogrammefür ¯ d ¯  1500kaum

unterschiedlichsind.
In denAbbildungen6.5 und 6.6 sind die entsprechendenHistogrammeund Gewichtungs-

funktionenfür γ � 0 § 001undγ � 0 § 05 dargestellt. Gegenüberdemalsoptimalangenommenen
Wert von γ � 0 § 003ist derWert von γ � 0 § 001entschiedenzu klein undderWert von γ � 0 § 05

entschiedenzugroß.Entsprechendist die Gewichtungsfunktionin Abbildung6.5sehrviel brei-
terundin Abbildung6.6sehrviel schmäleralsin Abbildung6.4.

Zunächstwird die Auswirkungeineszu kleinenWertsfür γ wie in Abbildung 6.5 betrach-
tet. An demHistogrammfür d nachdemMCE–Trainingwird deutlich,wie sichdie veränderte

Gewichtungsfunktionauf dasdiskriminativeTrainingauswirkt.Die Häufigkeitenvon d werden
auf einenviel breiterenBereichalsbei γ � 0 § 003(Abbildung6.4) reduziert.Allerdingsist auch

festzustellen,daßdieHäufigkeitenim Bereichumd ® 0 nichtsostarkreduziertwerdenkonnten
wie im Fall desoptimalenWertsfür γ. Man könnteessoformulieren,daßsichdasTrainingauf
einenzugroßenBereichvond konzentrierthat,abernicht in derLagewar, für dieMehrzahlder

TrainingsmusterdasOptimierungszielzuerreichen.

Im GegensatzdazuerweistsichderBereich,in demdasdiskriminativeTrainingbeiγ � 0 § 05
(Abbildung6.6) wirksamgewordenist, alsviel zu klein. In dasHistogrammfür d ist quasieine

kleineKerbegedrücktworden.Nur in einemkleinenBereichumd ® 0 wurdendieHäufigkeiten
starkdezimiert,im äußerenBereichvonca. ¯d ¯  100findetsichfastkeinUnterschiedzwischen
den Histogrammenvor und nachdem diskriminativen Training. Das MCE–Training hat sich

offensichtlichauf Äußerungenmit kleinerDiskriminanzfunktionkonzentriertundsichauchauf
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Falschklassifikationenmit d ´ 0 kaumausgewirkt. VergleichtmandieaufdemTrainingsmateri-
al erzieltenFehlerraten,sofällt auchauf,daßfür denzugroßenWertvonγ � 0 § 05dieFehlerrate

mit 1 § 5%dreimalsohochist wie im Fall desoptimalenWertsγ � 0 § 003.

In Tabelle6.4 sind nocheinmaldie auf Trainingsmaterialund TestmaterialerzieltenFeh-
lerratennachdiskriminativemTrainingmit dendrei unterschiedlichenWertenfür γ dargestellt.
WährendderUnterschiedzwischendenauf demTestmaterialerzieltenFehlerratenfür denopti-

γ
Wortfehlerrate

Trainingsmaterial Testmaterial

0.001 1.0 1.9

0.003 0.5 1.7

0.05 1.5 2.3

Tabelle 6.4: Fehlerratenauf dem Testmaterialbei diskriminativem Training für verschiedene
Wertevon γ, Training:TrainingsmengevonVM–62, Test:TestmengevonVM–62
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malenunddenzu kleinenWert für γ mit 0 § 2% (absolut)nicht sehrhochist, ist derUnterschied
zwischendemFall γ � γopt � 0 § 003undγopt · γ � 0 § 05sehrsignifikant.

Zusammenfassendkanngesagtwerden,daßsich dasin Abschnitt6.6 vorgestellteSchema

zurBestimmungvonγ alssehrgeeigneterweist.In derPraxiserscheintesinsbesonderewichtig,
der Wert von γ nicht zu großund somit die Breite der Gewichtungsfunktionnicht zu klein zu

wählen.

6.8 Normierung der Gradienten und StandardisierteSchritt-

weite

In diesemAbschnittsoll zumeinendie Fragebeantwortetwerden,wie in derPraxiseinegeeig-
neteSchrittweiteε gewählt werdenkann,undzumanderensoll einespezielleNormierungder

Gradienteneingeführtwerden.
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6.8.1 Normierung der Gradienten

Theoretischbetrachtetist eseigentlicheindeutig,wie die Parameternachschätzungausgehend

von derNachschätzformel(6.10) auszusehenhat.Es liegt jedochderGedanke nahe,die Gradi-
enten∆o für einenParametero entsprechendder Anzahl der Ereignissezu normieren,die zur

Bildung von ∆o beigetragenhaben.Gehtmanbeispielsweisevon einerbzgl. derHäufigkeit der
einzelnenWörter stark inhomogenenTrainingsmengeaus,so könntedurchgeeigneteNormie-
rung erreichtwerden,daßdie Modelle der häufigstenWörter nicht überproportionalnachge-

schätztwerden.

AusgehendvondieserIdeewird folgendesSchemazurNormierungderGradientendefiniert:

1. WährendderIterationwird dieAnzahlderBeiträgeNo zurNachschätzungdesParameters

o festgehalten.DieseBeiträgewerdenals∆o̧ akkumuliert.Gezähltundaufaddiertwerden
nurBeiträge,beidenendieGewichtungsfunktion∂l ¨ d ¨ X �Λ ©¹©

∂d ¨ X �Λ © mindestensdemMaximumder
GewichtungsfunktionmaleinemfestemFaktorbeträgt.

2. ZumEndederIterationwird derakkumulierteBeitragmit 1� No skaliertundaufaddiert:

ô � o   ε � ∆o̧
No

(6.17)

ô � o   ε � ∆o (6.18)

Die Beschränkungauf Beiträgemit hoherGewichtungsfunktionist insbesonderewichtig, damit
nicht sehrviele sehrkleineBeiträgezur HerunterskalierungdesGradientenführen.Als Faktor

hatsichin derPraxiseinWert von 1� 100bewährt.

6.8.2 StandardisierteSchrittweite

Im folgendensoll nunein Schemaentwickelt werden,daseserlaubt,einengeeignetenWert für
die Schrittweitein derPraxiseinfachzubestimmen:

1. Bei dererstenMCE–Iterationwerdendie BeiträgezumnormiertenGradienten∆o alsZu-
fallsvariablebetrachtetunddessenStandardabweichungenσ∆o � k � 1 bestimmt.

2. Mit Hilfe dieserStandardabweichungenläßtsichnuneineArt normierterSchrittweitede-
finieren:

ô � o   ε
σ∆o � k � 1

� ∆o (6.19)

3. DerNormierungsfaktor1� σ∆o � k � 1 wird für alleweiterenIterationenk  1 beibehalten.
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Bei der Betrachtungder Beiträgezu den Gradientenals Zufallsvariablewird zusätzlichnoch
nachArt derParameterunterschieden.Konkretwerdendie Normierungsfaktorenfür die Mittel-

punktsvektorenunddieMixturstrafengetrenntbestimmt.Für denFall derMittelpunktsvektoren
ergibt sichdieZufallsvariabledurchdieMengeallerGradienten∆os�m� d, wobeiderZustandindex

s, derModenindex mundderDimensionsindex d überihrenWertebereichenvariiertwerden.Für
die GradientenderMixturstrafen∆os�m werdennurZustandindex undModenindex variiert.

6.9 Experimentezum erweiterten Gradientenverfahren

AnhandverschiedenerVersuchesoll in diesemAbschnittuntersuchtwerden,ob zumeinendie

GradientennormierungnachGleichung(6.18) vonpraktischemVorteil ist, undwie zumanderen
mit Hilfe derstandardisiertenSchrittweitedieKonvergenzdesdiskriminativenTrainingsgesteu-

ertwerdenkann.

Grundlageder Untersuchungist wiederumder Einzelworterkennerfür 62 Wörter, der im
RahmenderVersucheim Abschnitt5.3.3nachdemMaximum–Likelihood–Prinziptrainiertund
auchim letztemexperimentellenAbschnitt6.7 verwendetwurde.DasMaximum–Likelihood–

Modell wurdejeweils 20 IterationendiskriminativenTrainings(Minimaler Wortfehler)derMit-
telpunktsvektorenmit ZielfunktionMinimalerWortfehlerunterzogen.In dererstenVersuchsrei-

he (Abbildung 6.7) wurdedie Normierungder Gradientennicht durchgeführt.Dem entspricht
einkünstlichesFesthaltenderWerteNo in Gleichung(6.18) aufdemWert1. In derzweitenVer-

suchsreihe(Abbildung6.8) wurdedie Gradientennormierungnach(6.18) angewandt.Für beide
Versuchsreihenwurdedie (standardisierte)Schrittweitefür die Mittelpunktsvektorenε in einem

Bereichvon0 § 25bis1 § 75 in Schrittenvon 0 § 25variiert.

In Abbildung 6.7 und 6.8 sind nun jeweils die Wortfehlerratenauf demTrainingsmaterial

nachjederIterationaufgetragen.VergleichtmandasKonvergenzverhaltenmit undohneGradi-
entennormierunganhandder Abbildungen6.7 und 6.8, so ist sehrleicht zu erkennen,daßdie

Gradientennormierungvon praktischemNutzenist. Im Fall ohneGradientennormierungkann
eigentlichnur für einenWert von ε � 0 § 5 von verhältnismäßigguter Konvergenzgesprochen

werden.Im Fall mit Gradientennormierungergibt sichfür dengesamtenBereichvonε � 0 § 5 bis
ε � 1 § 5 eingutesKonvergenzverhalten.

Ähnlich denVerläufenderFehlerratenauf demTrainingsmaterialergibt sichauchdasBild
für die Fehlerratenauf demTestmaterial,die in Tabelle6.5aufgelistetsind.Mit Gradientennor-

mierungergibt sichdorteinBereichvonε � 0 § 75bisε � 1 § 75,in demsichdieFehlerratennicht
signifikantunterscheiden.OhneGradientennormierungergibt sichlediglich ein Bereichε � 0 § 5
bis ε � 1 § 0.

Ausgehendvon denobigenErgebnissenwurdefür alle folgendenVersuchedie Gradienten-

normierungverwendet.Für die standardisierteSchrittweitefür die Nachschätzungder Mittel-
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Abbildung 6.7: Konvergenzverhaltenfür unterschiedlicheSchrittweitenε ohneGradientennor-
mierung,VerlaufderFehlerrateaufdemTrainingsmaterial(Trainingsmengevon VM–62)

punktsvektorenwurdezunächstimmerein Wert von ε � 1 § 5 verwendet.Bei einigenVersuchen

hat sich jedochmit dieserSchrittweitekeineeinwandfreieKonvergenzergeben.In diesenFäl-
len war esteilweisenötig, die Schrittweiteauf 1 § 25 oder1 § 0 zu reduzieren.Bei Nachschätzung

der Mixturstrafen(vgl. Abschnitt6.5) erwiessich ein erheblichhöhererWert der (normierten)
Schrittweitevon 100alsgeeignet.

6.10 Zusammenhangzwischenfr eienParametern, Trainings-

mengeund Wirksamkeit diskriminati ver Methoden

EinerderGründe,die für die AnwendungdiskriminativerMethodensprechen,ist die mangeln-

de Optimalität desMaximum–Likelihood–Prinzipsfür den Fall, daßdasModell den Prozeß
derSpracherzeugungnur unzureichendbeschreibt(vgl. Abschnitt6.1). Ausgehendvon diesem

Gedanken liegt die Vermutungnahe,daßdiskriminative Methodenumsonotwendigersind, je
schlechterdie Modelledie Wirklichkeit beschreiben.Besondersgrobist eineModellierungbei-
spielsweise,wennfür dieModellierungderEmissionswahrscheinlichkeiteneinesehrkleineAn-

zahlvonBasisfunktionenverwendetwird.
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Abbildung 6.8: Konvergenzverhaltenfür unterschiedlicheSchrittweitenε mit Gradientennor-
mierung,VerlaufderFehlerrateaufdemTrainingsmaterial(Trainingsmengevon VM–62)

EineweitererPunkt,der für die OptimalitätdesMaximum–Likelihood–Prinzipsgrundsätz-

lich nicht erfüllt ist, ist eineausreichendgroßeMengevon Trainingsmaterial.Hiervon könnte
mandieTheseableiten,daßdiskriminativeMethodenbeiwenigTrainingsmaterialvonbesonde-

remVorteil gegenüberMaximum–Likelihoodsind.

Eine gelungeneDarstellungdes Zusammenhangszwischender Anzahl freier Parameter
und der Größeder Trainingsmengebei Maximum–Likelihood–basiertemTraining findet sich
in [Bub, 1999]. Dort wurdesogardie gleicheDatenbankund dasgleicheVokabular (VM–62)

verwendetwie beidenVersuchenim folgendenAbschnitt.Im folgendenAbschnittwird nunver-
sucht,dengenanntenZusammenhangfür die Verhältnissebei diskriminativer Parameterschät-

zungzuergründen.

6.11 Experimentezur Mengefr eierParameterund Größeder

Trainingsmenge

BeideVersuchsreihenberuhenim folgendenwiederumauf derTrainings–undErkennungsauf-

gabeVM–62.SämtlicheParameterbisaufdieteilweisevariierteModellgrößeentsprechendenen
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ε
Wortfehlerrate

ohneGradientennormierungmit Gradientennormierung

0 § 25 2.2 2.5

0 § 5 1.9 2.0

0 § 75 1.8 1.9

1 § 0 1.8 1.8

1 § 25 2.4 1.7

1 § 5 (Divergenz) 1.7

1 § 75 (Divergenz) 1.7

Tabelle6.5: Wortfehlerratenauf demTestmaterialmit undohneGradientennormierungbei un-
terschiedlicher(normierter)Schrittweiteε, Training: Trainingsmengevon VM–62, Test:Test-
mengevonVM–62

in denvergangenenexperimentellenAbschnitten(z.B. 6.9).

Die ErgebnissedererstenVersuchsreihesind in Abbildung6.9 dargestellt.Dort wurdenzu-

nächstdrei Maximum–Likelihood–Modellemit einfachen(447)Dichten(singledensities),mit
insgesamt1838Dichtenundmit 3678Dichtenerstellt.DasentsprichteinermittlerenAnzahl1,
ca.4 undca.8 DichtenproSegment.Zunächstwurdenfür diesedreiModelledieWortfehlerraten

auf demTrainingsmaterialsowie demTestmaterialgemessen.Die gemessenenFehlerratender
Maximum–Likelihood–Modellesindin Abbildung6.9mit denschraffiertenBalkendargestellt.

Für alle drei Modellgrößenwurdeausgehendvon denMaximum–Likelihood–Modellenein
diskriminativesTrainingmit Zielfunktion Minimaler Wortfehlerdurchgeführt.Die mit dendis-

kriminativ trainiertenModellenerzieltenFehlerratensindin derAbbildung6.9mit denunschraf-
fiertenBalkendargestellt.

FüralleVersuchegeltendiebeidenfolgendenAussagen:Die FehlerratenaufdemTrainings-
materialist bei gleicherModellgrößeundgleichemOptimierungsprinzipstetsniedrigeralsauf

demTestmaterial.Die durchdie diskriminativ trainiertenModelleerzieltenFehlerratensindbei
gleicherModellgrößeundgleicherStichprobestetsniedrigeralsdiederMaximum–Likelihood–

Modelle.

Die VerbesserungderFehlerrateauf demTestmaterialdurchdasdiskriminativeTrainingre-

duziertsichmit steigenderModellgröße.Währendbei deneinfachenDichtendie Reduktionder
Fehlerrateca.50%beträgt,ergibt sich für 1838bzw. 3678Dichtennur eineReduktionvon ca.

43% bzw. ca.30%.Offensichtlichgilt folgendesPrinzip: die Wirksamkeit desdiskriminativen
Trainingsreduziertsichmit steigenderAnzahlfreier Parameterbzw. derModellgröße.

Bei einemähnlichenExperimentnur mit Einzelziffern, dasin [Bauer, 1997] veröffentlicht
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Abbildung 6.9: Wortfehlerratenvon Maximum–Likelihood(ML) Ausgangsmodellunddiskri-
minativ trainiertem(Minimaler WortFehler:MWF) Modell bei VariationderModellgröße(Ge-
samtzahlderVerteilungsdichten),Training:Trainingsmengevon VM–62, Test:Testmengevon
VM–62.

wurde,ergabsichbeimÜbergangvon 1000Dichtenauf 2000Dichtenein leichterAnstieg der
Testfehlerratefür dasdiskriminativ trainierteModell. Dabeiwurde für die Maximum–Likeli-

hood–Modellemit 1000bzw. 2000Dichtendie gleicheTestfehlerrategemessen.Offenbarhat
sich dort eine Überanpassungdesdiskriminativ trainiertenModells an dasTrainingsmaterial
eingestellt,die zueinemVerlustanErkennungsgenauigkeit aufdemTestmaterialgeführthat.

In einerzweitenVersuchsreihewurdedieAnzahlderDichtenmit 1838stetsgleichbelassen,
aberdieGrößedesTrainingsmaterialsvariiert.VonderGesamtzahlvon526SprechernderTrai-

ningsdatenbankwurden5%, 10%, 20%, . . .und 100%der Sprecherzum Training verwendet.
Wie in den bisherigenVersuchenwurde zunächstein Maximum–Likelihood–Modelltrainiert

unddiesesanschließendmit ZielfunktionMinimalerWortfehlernachtrainiert.Eswurdenjeweils
die Wortfehlerrateauf demTrainingsmaterialunddemTestmaterialgemessen.Der Verlaufder

Fehlerratebei variierenderGrößedesTrainingsmaterialswird in Abbildung 6.10 dargestellt.
Zunächstist erkennbar, daßdie Fehlerrateauf demTestmaterialfür beideOptimierungsprinzi-
pienstetigmit wachsenderGrößedesTrainingsmaterialssinkt (nicht–signifikanteAbweichun-

genaußerachtgelassen).Dasdiskriminative Training scheintjedochdie zunehmendeMenge
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Abbildung 6.10: Verlaufder Wortfehlerratenfür Maximum–Likelihood(ML) bzw. Minimaler
WortFehler(MWF) Parameterschätzungbei unterschiedlicherGrößederTrainingsmenge.Trai-
ning: (Teile der)TrainingsmengevonVM–62, Test:TestmengevonVM–62

an Trainingsmaterialbesserausnutzenzu können:der Abstandzwischenden Testfehlerraten
Maximum–LikelihoodundMinimalerWortfehlernimmtmit wachsendemTrainingsmaterialzu,
wobeidieMaximum–LikelihoodTestfehlerrateabca.300Sprechernichtmehrsignifikantsinkt.

Die These,daßdiskriminative Methodenbei kleiner Trainingsstichprobebesonderseffek-
tiv sind (vgl. Abschnitt6.10), bestätigtsich in der vorliegendenVersuchsreihenicht. Vielmehr

erweistsichdasdiskriminativeTrainingbeigroßerTrainingsstichprobealsbesonderswirksam.

Erstaunlicherweisezeigt die Fehlerrateauf dem Trainingsmaterialsowohl für Maximum–
Likelihoodalsauchfür Minimaler Wortfehlerein Minimum bei mittlererGrößedesTrainings-

material.Dabei ist die Dynamik bei Maximum–Likelihood-basiertemTraining sehrviel höher
als bei diskriminativem Training. Eine Erklärungfür dasAnsteigender Fehlerratenauf dem

Trainingsmaterialbei sehrkleiner Trainingsmengeläßt sich ohneweiteresnicht angeben.Ei-
nemöglicheErklärungliegt in einerÜberanpassungaufeinemkleinemTeil derTrainingsmenge
aufgrunddesschlechtenVerhältnisseszwischenfreienParameternundGrößederTrainingsstich-

probe.
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6.12 Wahl der Klassen

DasMCE–Verfahrenwurde in Abschnitt 6.2 zunächstunabhängigvon einermöglichenWahl

derKlassenfür beliebigeMusterSdefiniert.Obwohl in allenexperimentellenUntersuchungen
zum MCE–Verfahrenin denvorhergehendenAbschnittenWörter als Klassenverwendetwur-

den,ist dieskeineswegsdieeinzigeMöglichkeit. EineanderemöglicheWahlderKlassenwären
HMM–Zustände,wie bereitsbeiderLinearenDiskriminanz–Analyse(vgl. Abschnitt5) verwen-

det.In derPraxisergebensichfür die möglichenKlassendefinitionengravierendeUnterschiede
bei der Durchführungdesdiskriminativen Trainings.PraktischeVor– und Nachteilein Bezug
auf Rechenaufwandund Komplexität sind sowohl von der Wahl der Klassenals auchvon der

konkretenTrainings–undErkennungsaufgabeabhängig.In denfolgendenAbschnittenwerden
nunverschiedeneKlassendefinitionenbeschriebenunddie praktischenEigenschaftenerläutert.

DerEinflußderKlassenwahlaufdieErkennungsgenauigkeit derSystemehingegenläßtsichnur
anhandvonexperimentellenUntersuchungenklärenundwird im Abschnitt6.13beleuchtet.

6.12.1 HMM–Zustände

Ähnlich derKlassendefinitionbei derLDA im Abschnitt5 ist einemöglicheWahl derKlassen

für dasMCE–Verfahrendie derHMM–Zustände.EinemMusterS in Gleichung(6.2) entspricht
damiteineinzelnerMerkmalsvektor ¡x. DenModellenλ (Gleichung(6.4) bzw. (6.6)) entsprechen
die EmissionswahrscheinlichkeitenderZuständebs �`¡xÖ entsprechendGleichung(2.9). Die Ziel-

funktion entsprichtdamit einerApproximationder Zustandfehlerrate,alsoder Klassifikations-
fehlerratefür isolierteMerkmalsvektorenwobeidieKlassendenHMM–Zuständenentsprechen.

Im SinneeinermöglichsthohenKorrelationder Zielfunktion mit demZiel der realenAp-
plikation ist einesolcheDefinitionderZielfunktion eigentlichwenigsinnvoll. Zum einenhaben

jedochdieUntersuchungenim Abschnitt5 gezeigt,daßprinzipiell einZusammenhangzwischen
der Verwechselbarkeit von HMM–Zuständenund Wörterngegebenist. Zum anderenergeben
sichpraktischeVorteilein BezugaufdiezumTrainingnotwendigeRechenleistungbeiZielfunk-

tion MinimalerZustandsFehler(MZF).
Eine besondereRolle spielt in diesemZusammenhangder Pause–Zustand(vgl. Abschnitt

2.3.3). Zum einenist derPause–ZustandaufgrunddergroßennichtsprachlichenAbschnittesehr
viel häufigerals die anderenZuständeder Wörter. Zum anderenist eine Klassifikation von

isoliertenSignalabschnittenin Sprachebzw. Nicht–Spracheäußerstschwierig.Aus genannten
Gründenwird die ZustandsfehlerrategrundsätzlichohneEinbeziehungder nicht–sprachlichen

Abschnittedefiniert.In derPraxiswird diessoumgesetzt,daßdie sprachlichenAbschnittemit-
telseinererzwungenenViterbizuordnung(vgl. Abschnitt3.1) bestimmtwerden.

Mit den beschriebenenVoraussetzungenergibt sich in der Praxisdas in Abbildung 6.11

dargestellteSchemazur UmsetzungeinesTrainingsmit Zielfunktion Minimaler Zustandsfeh-
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Abbildung 6.11:Struktogrammfür Trainingmit ZielfunktionMinimaler Zustandsfehler

DerrechenaufwendigsteSchrittbeiderpraktischenUmsetzungbestehtin derBerechnungal-
ler Emissionswahrscheinlichkeitenbzw. derEmissionsstrafen.DerAufwandhierfürsteigtlinear

mit der Anzahl der Modenin einemHidden–Markov–Modell. Doch selbstbei großenHMMs
(etlichetausendDichten)ist diesaufmodernenRechensystemen(Taktfrequenzca.500MHz) in
Realzeitrealisierbar. DanebenexistierenauchAlgorithmenzur ReduktiondesRechenaufwands

für dieEmissionsberechnung,dieeineBerechenbarkeit in einemBruchteilvonRealzeitermögli-
chen([Beyerlein, 1994], [Ortmannsu.a., 1997]). Im RahmendieserArbeit werdenjedochkeine

solchenAlgorithmenverwendet.

6.12.2 Phoneme

Eine weiteremöglicheWahl der Klassenfür dasMCE–basierteTraining, die in der Literatur
([ReichlundRuske, 1995]) sehrhäufigverwendetwird, ist die der Phonemebei Systemenmit

phonetischemAnsatz(vgl. Abschnitt2.3.3). Im FokusdieserArbeit soll hierbeidie Fähigkeit
desSystemsstehen,eineMerkmalsvektorfolgeeinemeinzelnenPhonemrichtig zuzuordnen.Die

ZielfunktionentsprichtdabeieinerApproximationderEinzelphonemfehlerratedesSystems.Da-
zu wird die gesamteMerkmalsfolgeeinerÄußerungmittelserzwungenemViterbi–Algorithmus

in einzelneAbschnitte,die je einemPhonementsprechen,zerlegt. DiesenAbschnittenzugehöri-
geFolgenvonMerkmalsvektorenentsprechendenMusternS in Gleichung(6.2). DenModellen
in Gleichung(6.2) entsprechendieHidden–Markov–Modellefür Phoneme— im Deutschensind

diesca.40Modelle.
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Für die praktischeUmsetzungdesVerfahrensergibt sich dasin Abbildung 6.12 durchein
StruktogrammdargestellteSchema.Die größteRechenleistungin der praktischenUmsetzung

Bearbeite alle Äußerungen

Segmentierung der Äußerung mit erzwungenem Viterbi–Algorithmus (auf

Phonemebene)

Bearbeite alle Intervalle, die einem Phonem zugeordnet wurden

N–best Phonemklassifikation (Berechnung aller Phonemwahrscheinlichkeiten mittels

Viterbi–Algorithmus)

MCE–Parameternachschätzung entsprechend den Wahrscheinlichkeiten der

Phoneme

Abbildung 6.12:Struktogrammfür Trainingmit ZielfunktionMinimaler Phonemfehler

wird für dieN–bestPhonemklassifikationbenötigt.Dabeiist jedochauchfür großeModellemit

sehrvielenDichtendie Verarbeitungin einemBruchteilderRealzeitbei Mikroprozessorenmit
Taktfrequenzenumdie 500MHz möglich.

Ähnlich wie beiderZielfunktionMinimalerZustandsfehlerist auchdiePhonemerkennungs-
ratenichtdirektmit derausderSichtderAnwendungrelevantenGröße— derWorterkennungs-

rate — korreliert. Trotzdemwird die Phonemerkennungsratehäufig als GütemaßeinesSpra-
cherkennungssystemseingesetzt([L. F. Lamel, 1993]), daeseineallgemeineAussageüberdie
Leistungsfähigkeit erlaubt— unabhängigvom Wortschatz.NebendiesertheoretischenEignung

besitztdie Zielfunktion Minimaler PhonemFehler(MPF) auchdenVorteil, daßdie notwendi-
geRechenleistungeineVerarbeitungdesTrainingsmaterialsauf schnellenMikroprozessorenin

Realzeitoderschnellererlaubt.

Untersuchtwerdenim RahmendieserArbeit nurkontextunabhängigePhonemmodelle.Woll-

te mandasVerfahrenfür kontextabhängigePhonemmodelleverwenden,somüßtemanderPho-
nemklassifikationdie entsprechendenKontexte vorgeben.Prinzipiell könntedie Optimierung
aberauchhierfürangewendetwerden.

DenkbarwäreaucheineDefinition derZielfunktion im SinneeinerkontinuierlichenPhone-
merkennung,wobeidiesdannals Minimaler PhonemFolgenFehler(MPFF) bezeichnetwerden

könnte.Für die getroffeneEinschränkung,daßfür dasMCE–Trainingnur daskorrekteModell
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unddasbestekonkurrierendeModell (η � ∞, vgl. Abschnitt6.2) verwendetwird, erscheinteine
VerwendungdieserZielfunktionjedochkaumsinnvoll. Dain derPraxisdie(Einzel–)Phonemer-

kennungsratedeutlichunter90% liegt, ergibt sich aufgrundder hohenAnzahl von Phonemen
in dergesamtenÄußerungeinePhonemfolgenfehlerratevon fast100%.Damit ergibt sicheine

praktischkaumzuminimierendeZielgröße.

6.12.3 Wörter

Mit derVerwendungvonWörternalsKlassenist dieZielfunktiondirektmit derfür dierealeAn-
wendung— zumindestbei Einzelworterkennung— relevantenGrößekorreliert.Die Zielfunk-
tion approximiertdie Wortfehlerrateauf demTrainingsmaterial.Damit birgt ein diskriminatives

Training mit Wörternals Klassentheoretischein höheresPotentialzur Optimierungim Sinne
derAnwendungalsdie Verwendungvon ZuständenoderPhonemen,bei denendie Korrelation

zwischenZielfunktionundZielgrößederAnwendungnur bedingtgegebenist.

Um beimdiskriminativenTrainingmit Zielfunktion Minimaler WortFehler(MWF), dasei-
gentlichauf die OptimierungeinesEinzelworterkennersabzielt,auchkontinuierlichgesproche-

neSprachealsTrainingsmaterialverwendenzukönnen,wird in derpraktischenUmsetzungeine
Segmentierungin Einzelwörternvorgeschaltet.Dasfür dieUmsetzungdesdiskriminativeeTrai-

ningsbeidieserDefinitionderZielfunktiongeeigneteSchemaist in Abbildung6.13alsStrukto-
grammdargestellt.

Bearbeite alle Äußerungen

Segmentierung der Äußerung mit erzwungenem Viterbi–Algorithmus (auf Wortebene)

Bearbeite alle Intervalle, die einem Wort zugeordnet wurden

N–best Einzelwortklassifikation (Berechnung aller Wortwahrscheinlichkeiten mittels

Viterbi–Algorithmus)

MCE–Parameternachschätzung entsprechend den Wahrscheinlichkeiten der Wörter

Abbildung 6.13:Struktogrammfür Trainingmit ZielfunktionMinimalerWortfehler

DenrechenintensivenKerndesAlgorithmuszumMWF–Trainingbildet die N–bestEinzel-

wortklassifikationmittelsViterbi–Algorithmus.Die Rechenzeitfür die Einzelwortklassifikation
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steigtin etwa logarithmischmit derAnzahlderWörter. SobenötigteineEinzelwortklassifikati-
on für einigezig Wörter selbstbei großerModellgrößenur einenBruchteil derRealzeit(Takt-

frequenzdesMikroprozessorsca. 500 MHz). Andererseitssind auchsinnvolle Anwendungen
denkbar, bei denendie Wortschatzgrößefür dasMWF–TrainingmehreretausendWörterbetra-

genkann.Diesführt in derPraxisjedochschnellzu Verarbeitungszeiten,die ein Vielfachesder
Realzeitbetragen.

Die Größedesbeim MWF–Training verwendetenWortschatzesrichtet sich üblicherweise

nachder Anzahl der im TrainingsmaterialauftretendenWörter. Zumindestfür die Segmentie-
rungin Einzelwörter ist dervolle Wortschatznotwendig.Für die N–bestEinzelwortklassifikati-

onkönntederWortschatzaufdasfür dieAnwendungrelevanteVokabulareingeschränktwerden.
Beim sogenanntenGeneralisten–Training ist diesesVokabular jedochnicht gegeben.Ziel eines

Generalisten–Trainingsist die Erzeugungvon Hidden–Markov–Modellenfür Phoneme(oder
anderewiederverwertbareEinheiten),die für einenbeliebigenWortschatzzu optimalenErken-
nungsergebnissenführensollen.Die Notwendigkeit für ein Generalisten–HMMergibt sich in

derPraxisdurchAnwendungen,bei denenderWortschatzerstzur Laufzeitspezifiziertwerden
kannoderbeiVokabularien,zudenenkein speziellesTrainingsmaterialvorliegt.

Währendalsoein MWF–Training für ein Einzelwortsystembei relativ kleinemWortschatz
und geeignetemTrainingsmaterialmit geringemRechenaufwand durchgeführtwerdenkann,

sinddieVerarbeitungszeitenfür einGeneralisten–Trainingmeistsehrgroß.FüreinGeneralisten–
Training besitztalsoein diskriminativesTraining mit Zielfunktion Minimaler Zustands–oder
PhonemfehlereinengravierendenpraktischenVorteil in FormerheblichkürzererVerarbeitungs-

zeiten.

6.12.4 Wortf olgen

Währendfür Anwendungenmit reinerEinzelworterkennungdasMWF–Kriteriumalsoptimalim

Sinneder Applikation angesehenwerdenkann,ist diesfür Anwendungenmit kontinuierlicher
Worterkennungnicht der Fall. Nebendenbei EinzelworterkennungauftretendenWortsubstitu-
tionen(Verwechslungen)ergebensichbei kontinuierlicherErkennungauchWortauslöschungen

undWorteinfügungen.Die Wortfehlerratebei kontinuierlicherErkennungwird im allgemeinen
ausderSummevonWortsubstitutionen,WortauslöschungenundWorteinfügungenbestimmt.Ei-

neanderegeeigneteMaßzahlzur MessungderQualitäteineskontinuierlichenErkennersist die
Satz–oderauchWortfolgenfehlerrate.

DefiniertmanWortfolgenin ihrer GesamtheitalsKlassenfür dasMCE–Training,soappro-
ximiert die Zielfunktion die Wortfolgenfehlerrateauf dem Trainingsmaterial.Dies birgt zwar
denNachteil,daßeinegesamteÄußerungnur entwederganzfalschoderganzrichtig ist, jedoch

werdenWortauslöschungenundWorteinfügungenim GegensatzzumMWF–Kriterium berück-
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sichtigt.

In Abbildung 6.14 ist dasStruktogrammfür die UmsetzungdesTrainingskriteriumsMini-
malerWortFolgenFehler(MWFF) dargestellt.Obgleichdie UmsetzungdesMWFF–Kriteriums

Bearbeite alle Äußerungen

Erzwungener Viterbi–Algorithmus für gesprochene Wortfolge

N–best Verbundworterkennung (N–best Viterbi–Algorithmus)

MCE–Parameternachschätzung entsprechend den Wahrscheinlichkeiten der Wortfolgen

Abbildung 6.14:Struktogrammfür Trainingmit ZielfunktionMinimalerWortfolgenfehler

wegendernotwendigenkontinuierlichenN–bestSuche([Chouu.a., 1993]) sehrviel aufwendi-

ger ist alsz.B. die UmsetzungdesMWF–Kriteriums,ist dasStruktogrammin Abbildung 6.14
aufgrundderweggefallenenVorsegmentierungsehrviel einfacheralsdasin Abbildung6.13.

Die kontinuierlicheN–bestSuchemußmit N � 2 realisiertwerden.Dannist auchfür den
Fall, daßdiebesteerkannteWortfolgederkorrektenWortfolgeentspricht,sichergestellt,daßdie

bestekonkurrierendeWortfolge gefundenwird. Selbstbei N � 2 ergibt sich in der Praxisein
rechthoherRechenaufwandfür dieN–bestVerbundworterkennung.FürsehrkleineWortschätze

wie z.B. Zif fern liegt die Verarbeitungsdauerin derGrößenordnungderRealzeit.Jedochbereits
abWortschatzgrößenvoneinigenhundertWörternbenötigteineN–bestVerbundworterkennung

ohneSprachmodelleineim VergleichzurDauerderSprachprobensehrhoheRechenzeit.

Bei denim RahmendieserArbeit betrachtetenGeneralisten–Trainingswird eineMischung

ausphonetischreichenSätzensowie SprachmaterialverschiedensterArt, wie etwaZeitangaben,
verwendet.DaszurVerfügungstehendeSprachmaterialist durchdieSpeechDat–Datenbankvor-

gegeben([SpeechDat–Internetseite, 2000], [Högeu.a., 1997]). Zu dieseminhomogenenSprach-
material läßt sich nicht ohneweiteresein Sprachmodellerstellen,dasdieseDomänesinnvoll

beschreibt.Aus diesemGrundewird im RahmendieserArbeit dasMWFF–Kriterium nur im
Zusammenhangmit kleinenWortschätzenbetrachtet.In derLiteraturfindensichBeispiele,wo

diskriminativeKriterien basierendauf N–bestVerbundworterkennung— jedochin Verbindung
mit einemSprachmodell— verwendetwurden.Dort stammtenTrainings–undTestmaterialaus
einereingegrenztenDomänewie etwa Terminabsprachen,für die sichgeeigneteSprachmodelle

berechnenlassen.
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6.13 Experimentezur Wahl der Klassen

Nachdemin denvorangegangenenAbschnittenverschiedeneMöglichkeitenzur Wahl derKlas-

senfür dasdiskriminativeTrainingdefiniertundim Hinblick auf ihre Realisierbarkeit diskutiert
wurden,sollennun die Eigenschaftender Kriterien hinsichtlichder Erkennungsleistungunter-

suchtwerden.Dieskannnatürlichnur anhandvon experimentellenUntersuchungengeschehen.
In dennachfolgendenAbschnittenwerdenmehreregrundlegendeund für denpraktischenEin-

satzin TelefondialogsystemenwichtigeErkennungs–bzw. Trainingsaufgabenbetrachtetunddie
sichergebendenFehlerratenausgehendvondenmöglichendiskriminativenKriterienverglichen.

6.13.1 Experimente mit Einzelworterk ennungbei kleinem Wortschatz

Die ersteDomäne,die Gegenstandder Untersuchungenseinsoll, ist die Einzelworterkennung
bei kleinemWortschatzund bei ausreichendTrainingsmaterialmit diesemWortschatz.Die in

TelefondialogsystemenauftretendenWortschätzebestehenhäufigausden Zif fern z.B. als Er-
satzfür eineEingabemittelsTelefontastaturundauseinigenKommandowörternwie demWort

Hilfe ([Littel undHöge, 1996], [Littel u.a., 1998]). Als konkreteAufgabesoll hier die VM–62
Trainings–bzw. Erkennungsaufgabedienen,diebereitsin denvorangegangenenexperimentellen

Abschnittenverwendetwurde.
FürdieseAufgabebietetsichnatürlichdasKriterium desMinimalenWortFehler(MWF) an,

dasauchsoin denvorangegangenenAbschnitteneingesetztwurde.NebendemMWF–Kriterium

soll anhanddieserAufgabeauchnochdasKriterium desMinimalenZustandsFehler(MZF) un-
tersuchtwerden.Zunächstsoll ausgehendvon einemMaximum–LikelihoodoptimiertenMo-

dell mit einerFehlerratevon 3 § 0 % auf VM–62 mit 24 Merkmalskomponentenderprinzipielle
ZusammenhangzwischenZustandsfehlerrateundWortfehlerratebetrachtetwerden.Dazuist in

Abbildung6.15die Zustandsfehlerrateunddie Wortfehlerratein Abhängigkeit derAnzahlver-
wendeterMerkmalskomponentenaufgetragen.DeruntereTeil derAbbildung6.15entsprichtder
in Abbildung5.2dargestelltenKurve.

Vergleicht mannundenVerlaufderbeidenKurven in Abbildung6.15, so fällt auf, daßdie
Wortfehlerrateschonbeietwa20KomponentenihremMinimum sehrnahekommtundfastnicht

weitersinkt.Andererseitssinkt die Zustandsfehlerrateauchbei mehrals25 Komponentennoch
underreichtihr ungefähresMinimum erstbei ca.30 Komponenten.

DiesereinfacheVergleichzeigt,daßWortfehlerrateundZustandsfehlerratenatürlichkorre-
liert sind,der Zusammenhangjedochrechtbegrenztist. Die genauenVerhältnissewerdennun

anhandvon MessungenderWort– undZustandsfehlerratenbei unterschiedlichenTrainingskri-
terienermittelt.

Dasmit MWF–Kriterium trainierteModell wurdebereitsin Abschnitt6.5 beschrieben.Der

Realzeitfaktorergibt sichhier für eineIterationzu 0 § 17 (PentiumIII, 700MHz); dasheißt,der
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Abbildung 6.15:VerlaufvonWortfehlerrateundZustandsfehlerratein Abhängigkeit derDimen-
sionalitätderMerkmalsvektoren,TrainingsmengevonVM–62

Zeitaufwandfür eineIterationentspricht17%derGesamtdauerdesTrainingsmaterials.Bei einer
Gesamtzahlvon15IterationenentsprichtdieseinemRealzeitfaktorvon2 § 57.Zusätzlichwerden
für diesesModell die ZustandsfehlerratenaufTrainings–undTestmaterialbestimmt.

Weiterhinwurdeein Modell mit Zielfunktion MZF ausgehendvon demMaximum–Likeli-
hood–Modelltrainiert.Hierzuwurden20IterationenvonMZF–Trainingdurchgeführt.Als Real-

zeitfaktorbei 20 Iterationenergabsichein Wert von 0 § 045 × 20 � 0 § 9. Somit fällt in Bezugauf
denRechenaufwanddie Bilanz trotz derhöherenAnzahlvon Iterationenfür dasMZF–Training

positiv aus.In BezugaufdieFehlerrateergibt sichjedocheinvöllig anderesBild. Alle gemesse-
nenWort–undZustandsfehlerratensindin derTabelle6.6zusammengestellt.

Obgleichdie Zustandsfehlerratensowohl auf demTrainings–alsauchauf demTestmaterial

durchdasMZF–Trainingjeweilsummehrals30%reduziertwerden,steigtdieWortfehlerrateauf
beidenStichprobensignifikantan.Betrachtetmanandererseitsdie Veränderungder Zustands-

fehlerratenvom Maximum–LikelihoodFall zumMWF–Fall, sofällt auf, daßtrotz signifikanter
ReduktionderWortfehlerratenein Anstieg derZustandsfehlerratenum ca.10%zu verzeichnen
ist. Im Vergleich der TrainingskriterienMaximum–Likelihood,Minimaler Zustandsfehlerund

Minimaler Wortfehlerergibt sichfür dasuntersuchteBeispieleinenegativeKorrelationvon Zu-
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Trainings–
kriterium

Trainingsmaterial Testmaterial

Zustands– Wort– Zustands– Wort-

fehlerrate fehlerrate fehlerrate fehlerrate

ML 60.2 2.7 61.1 3.0

MZF 41.5 3.5 42.8 3.5

MWF 64.6 0.8 65.5 1.7

Tabelle 6.6: Vergleich von Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML),
MinimalerZustandsfehler(MZF) undMinimalerWortFehler(MWF), Training:Trainingsmenge
vonVM–62, Test:Testmengevon VM–62

standsfehlerrateundWortfehlerrate.

In einembereitsin [Bauer, 1998] veröffentlichtenExperimentmit AmerikanischenEinzel-
ziffern ergibt sichein ähnlichesBild, nur mit demUnterschied,daßdie Wortfehlerrateauf dem

Testmaterialnichtansteigt,aberauchnicht signifikantsinkt.

MachtmandenpraktischenNutzenderModelleanderenWorterkennungsratefest,wasna-
türlich sinnvoll ist, soscheintderpraktischeNutzenvon MZF–Trainingfür Anwendungenwie

die untersuchtennichtgegeben.

6.13.2 Experimente mit Generalisten–Training

Die ZielsetzungeinesGeneralisten–Trainingsist die Gewinnung von Modellen,die nicht für

einenbestimmtenWortschatzoptimiert sind (vgl. Abschnitt6.12.4). Im Gegensatzzum einem
Spezialisten,einemaufkleinemWortschatzspezialisiertenHMM, verstehtmanuntereinemGe-

neralistein HMM, daßnicht für einenspeziellenWortschatzausgelegt ist. In diesemSinnewa-
ren alle in denvorangegangenenAbschnittenvorgestelltenHidden–Markov–ModelleSpeziali-

sten.In TelefondialogsystemenwerdenGeneralistensehroft verwendet,da an vielen Stellen
im Dialog Wörtererkanntwerdenmüssen,für die kein speziellesTrainingsmaterialvorliegt. In
denfolgendenExperimentenwird alsTrainingsmengefür denGeneralistendasbreit gemischte

Sprachmaterialvon derSpeechDat–M–Datenbank(SDM) verwendet.Mit demsichergebenden
WortschatzvonmehrerenTausendWörternist derRechenzeitbedarffür einMWF–Trainingsehr

hoch.Damit werdenMZF– undMPF–Traininginteressant,dabei diesenVariantendie Rechen-
zeit nicht vomWortschatzabhängt.

MZF–Training Zunächstwird die EignungdesMZF–Kriteriumsfür dieseTrainingsaufgabe

untersucht.AusgangspunktderExperimenteist ein auf derSDM–TrainingsaufgabeMaximum–
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LikelihoodoptimiertesModell mit 1888 Gauß’schenVerteilungsdichten.Das entsprichteiner
mittleren Anzahl von 16 Dichtenpro Monophon–Segment.Wie in denvorangegangenenEx-

perimentenwurdeeineLDA–basierteTransformationangewandtund der Merkmalsvektor an-
schließendauf 24 Komponentenreduziert.Auf derErkennungsaufgabeVM–62 ergibt sicheine

Wortfehlerratevon 6 § 8% für diesesML–Modell. Die FehlerratedesGeneralistenist — wie zu
erwartenwar — erheblichhöheralsdie desSpezialisten.

DasbeschriebeneML–Modell wird 15 IterationenMZF–Trainingsunterzogen.Der sicher-

gebendeRealzeitfaktor ist 15 × 0 § 048 � 0 § 72. Durchdasdiskriminative Trainingreduziertsich
damit die Zustandsfehlerrateauf demTrainingsmaterialvon 64% auf 50%. Mißt man jedoch

die Wortfehlerrateauf demVM–62 Testset,so ergibt sich eineum 50% von 6 § 8% auf 10§ 2%
erhöhteWortfehlerrate.Die Ergebnissesindin Tabelle6.7nochmalzusammengefaßt.Wie schon

Optimierungskriterium
Zustandsfehlerrate Wortfehlerrate

(Trainingsmaterial) (Testmaterial)

ML 64 6 § 8
MZF 50 10§ 2

Tabelle 6.7: Vergleich von Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML)
und Minimaler Zustandsfehler(MZF), Training: Trainingsmengevon SDM, Test: Testmenge
vonVM–62

im vergangenenAbschnittergibt sicheinenegative Korrelationder Wortfehlerratemit der Zu-

standsfehlerrate.Ein praktischerNutzenkannausdemMZF–Trainingauchhier nicht gezogen
werden.

MPF–Training In einem weiterenExperimentsoll nun das Potentialvon diskriminativem
Trainingmit Zielfunktion Minimaler PhonemFehler(MPF) ausgelotetwerden.Ausgangspunkt
derOptimierungist dasauchschonfür dasMZF–TrainingverwendeteML–Modell. Eswerden

15IterationenMPF–Trainingdurchgeführt,wobeisicheinRealzeitfaktorvon15 × 0 § 036 � 0 § 54
ergibt.

Sowohl für dasML–Modell als auchfür dasMPF–Modellwurdennun verschiedenePho-
nem–undWortklassifikationsfehlerratenaufTrainings–undTestsetgemessen.Zur Messungder

Phonemklassifikationsfehlerratewurde zum eineneine EinzelphonemklassifikationnachSeg-
mentierungin EinzelphonemeundzumandereneinekontinuierlichePhonemerkennungdurch-
geführt.Hierbei wurdestattdemgesamtenTrainings–und Testmaterialvon SDM eineUnter-

mengephonetischreicherSätze(vgl. AnhangB.3.2) verwendet.Diesdientnur demZweckder
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Rechenzeitersparniss,sollte aberkeinensystematischenUnterschiedmachen.Danebenwurde
die Wortfehlerrateauf demVM–62 Testmaterialbestimmt.Alle Fehlerratensind in Tabelle6.8

zusammenfaßt.

Phonemfehlerrate

Optimierungskriterium KIP KPE Wortfehlerrate

TR TE TR TE

ML 50.1 50.9 65.2 65.7 6.8

MPF 40.2 42.7 57.7 59.7 7.4

Tabelle 6.8: Vergleich von Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML)
und Minimaler PhonemFehler(MPF) bei KlassifikationIsolierterPhoneme(KIP), Kontinuier-
licher PhonemErkennung(KPE) undWorterkennung.TR: Trainingsmaterial,TE: Testmaterial,
Training:TrainingsmengevonSDM bzw. SDM–PRfür Phonemerkennung,Test:Testmengevon
VM–62 für Worterkennungbzw. SDM–PRfür Phonemerkennung.

Esergibt sichdie durchgängigeTendenz,daßdurchdasMPF–Trainingdie Phonemfehlerra-

tensowohl beiderKlassifikationisolierterPhonemealsauchbeiderkontinuierlichenPhonemer-
kennungdeutlichreduziertwerden.Soergibt sichz.B.eineReduktionderPhonemfehlerrateauf

demTestmaterialvon ca.11%bei derKlassifikationeinzelnerPhonemebzw. 9% bei derkonti-
nuierlichenPhonemerkennung.Trotzdemergibt sichfür dieWorterkennungeinsignifikantnega-

tiverEinflußdesMPF–Trainings:dieWortfehlerrateaufdemVM–62 Testsetsteigtvon6 § 8%auf
7 § 4%. Damit ergibt sich trotz desdeutlichpositivenEinflussesauf die Phonemerkennungkein
praktischnutzbarerVorteil durchdasMPF–Training.

MWF–Training In einer letztenVersuchsreihezum Generalisten–Training soll nun dasdis-
kriminative Training mit Zielfunktion Minimaler WortFehler(MWF) untersuchtwerden.Auf

demML–Modell werden10 Iterationenvon MWF–Training unterVerwendungdesgesamten,
im TrainingsmaterialauftretendenWortschatzesdurchgeführt.Für eineIterationergibt sichein
Realzeitfaktorvon1 § 02.Bei dendurchgeführten10 Iterationenergibt dieseinengesamtenReal-

zeitfaktorvon10§ 2. Die Gesamttrainingsdauerfür dasMWF–basierteGeneralisten–Trainingbe-
trägtdamitca.13 Tage.DieseDauerliegt nochin einemvertretbarenRahmenfür die Entwick-

lung einesSpracherkennungssystems,wobeiderzeitlicheRahmenfür solchein Gesamtprojekt
nochdeutlichhöheranzusetzenwäre.

In Tabelle6.9 sind die Wortfehlerratenfür dasML–Modell und dasMWF–Modell zusam-

mengefaßt.Hierbeisindnatürlichdie Wortschätzefür Trainings–undTestmaterialin völlig an-
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Optimierungskriterium
Wortfehlerrate

Trainingsmaterial Testmaterial

ML 35§ 5 6 § 8
MWF 22§ 8 6 § 4

Tabelle 6.9: Vergleich von Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML)
und Minimaler Wortfehler(MWF), Training: Trainingsmengevon SDM, Test:Testmengevon
VM–62

derenGrößenordnungen.Währendfür dasTestmaterialwie bisherder Wortschatzausden62

Wörternbesteht,liegt dieGrößedesWortschatzesbeiderWorterkennungaufdemTrainingsma-
terial bei 2701.Dahersind sind die gemessenenWortfehlerratenstarkunterschiedlich;für das

ML–Modell: 35§ 5% aufdemTrainingsmaterialund6 § 8% auf demTestmaterial(vgl. oben).Das
MWF–TrainingreduziertdieWortfehlerrateaufdemTrainingsmaterialdeutlichumca.35%auf
22§ 8%. Auf demTestmaterialwird die Wortfehlerratelediglich um ca.6% auf 6 § 4% reduziert.

DieseReduktionliegt geradenochin einemsignifikantenBereich.

An dieserStellemußangemerktwerden,daßim TrainingsmaterialderSpeechDat–M–Daten-
bank (SDM) über 5000 Äußerungenmit Wörtern ausdem Wortschatzvon VM–62 enthalten

sind.Im Vergleichzu derGesamtzahlvon ca.100000Wörternin dergesamtenTrainingsmenge
von SDM ist daszwar nicht viel, esist jedochmöglich,daßdie Verbesserungauf demVM–62

Wortschatzeinzig in diesenÄußerungenausdemZielvokabular begründetist. Ausgehendvon
dieserÜberlegungsoll anhandeinesTrainingsganzohneWörterausdemZielvokabular in der

TrainingsmengedasMWF–Trainingevaluiertwerden.

DiesesweitereMWF–basierteGeneralisten–TrainingerfolgtnununterVerwendungdespho-
netischreichenMaterialsderSpeechDat–M–Datenbank(SDM–PR).WeiterhinwurdederWort-
schatzfür diesesTraining auf die in der TrainingsmengeSDM–PRauftretenden1700Wörter

begrenzt.SoerklärtsichauchdieWortfehlerrateaufdemTrainingsmaterialvon24§ 1%,diedoch
deutlichniedrigerliegt als bei demvorangegangenenMWF–Training mit über2700Wörtern.

Die WortfehlerrateaufdemVM–62 Testmaterialfür dasML–Modell liegt mit 9% weit überder
desML–Modells, dasauf demgesamtenSDM Trainingsmaterialtraininertwurde.Zumindest

für denMaximum–LikelihoodFall scheintsich dasFehlender Wörter ausdemZielvokabular
starknegativ auf die Erkennungsleistungauszuwirken.Besondersinteressantsoll aberandieser

Stelleabernur die Reduktionder FehlerratendurchdasMWF–Trainingsein.Dabeireduzierte
sichdieWortfehlerrateaufdemTestmaterialumca.9%auf8 § 2%undaufdemTrainingsmaterial
wurdesieum ca.45%auf 12§ 8% reduziert.Die Erkennungsratensindin Tabelle6.10nochmals

zusammengestellt.
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Optimierungskriterium
Wortfehlerrate

Trainingsmaterial Testmaterial

ML 24§ 1 9 § 0
MWF 12§ 8 8 § 2

Tabelle6.10: Vergleichvon Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML)
und Minimaler Wortfehler (MWF), Training: Trainingsmengevon SDM–PR,Test:Testmenge
vonVM–62

DasErgebnisdiesesExperimentszeigt,daßauchbei einemvollkommennicht–wortschatz-
spezifischenGeneralisten–Trainingdie Worterkennungsleistungdurchein diskriminativesTrai-

ningmit ZielfunktionMinimalerWortFehler(MWF) signifikantgesteigertwerdenkann.
Zusammenfassendkann festgestelltwerden,daßdie Kriterien Minimaler ZustandsFehler

(MZF) undMinimalerPhonemFehler(MPF)auchbeieinemGeneralisten–Trainingnichtgeeig-

netsind,umdieWorterkennungsleistungdesdiskriminativ nachgeschätztenModellszuerhöhen.
Andererseitskonntedurchdie Optimierungmit Zielfunktion Minimaler WortFehler(MWF) die

WortfehlerratedesGeneralistenreduziertwerden.Esmußallerdingsfestgestelltwerden,daßdie
ReduktionderFehlerratenmit 9%bzw. 6%deutlichgeringerist alsbeimwortschatzspezifischen

MWF–Training (vgl. z.B. Abschnitt 6.5). Die erzielteReduktionder Fehlerratenbeim diskri-
minativen Training mit großemWortschatzist jedochvergleichbarmit denin der Literatur zu
findendenWerten,die auchbei10%liegen.

6.13.3 Experimente mit Ziffer nketten

Ein in TelefondialogsystemenhäufiggebrauchterundwichtigerWortschatzist derZif fernwort-
schatz.Insbesondereist die ErkennungverbundengesprochenerZif fern ([Rabineru.a., 1988],
[JuangundWilpon, 1994]) ein schnellerundkomfortablerEingabemodusfür Zahlen.Nicht zu-

letzt aufgrundder Wichtigkeit der sogenanntenZif fernkettenerkennungfinden sich in vielen
Sprachdatenbankenwie derSieTill–Datenbank[ELRA–Internetseite, 2000] großeMengenvon

Zif fernketten.Sowohl diegroßepraktischeBedeutungderErkennungsaufgabealsauchdasVor-
handenseingenügendgroßerTrainingsstichprobenspricht für die OptimierungdesZif fernket-

tensystemsmittelsdiskriminativerMethoden.
NebendemTrainingskriteriumMinimaler WortFehler(MWF), dassichfür die Optimierung

von Erkennungssystemengeeignetzeigt, bietetsich hier weiterhindasOptimierungskriterium
Minimaler WortFolgenFehler(MWFF, vgl. Abschnitt 6.12.4) an. Die größereRechenzeitfür
MWFF–Training sollte aufgrunddeskleinen Wortschatzeshier nicht der begrenzendeFaktor

sein.



82 6 DiskriminativeNachschätzungvonHMM–Parametern

AusgangspunktdesExperimentsist ein Maximum–LikelihoodoptimiertesHMM, dasauf
denZif fernkettenderSieTill–Datenbank(vgl. AnhangB.2.1) trainiertwurde.Wiederumwurde

hierbeidie LDA–basierteTransformationeingesetztund der Merkmalsvektorbis auf 24 Kom-
ponentenreduziert.Auf lexikalischerEbenewurdeeine Ganzwortmodellierungmit einer ho-

henAnzahl von insgesamt242Zuständenfür die 11 Zif fernwörtereingesetzt.Die Gesamtzahl
der eingesetztenVerteilungsdichtenwurdezu 2000festgelegt. Der Realzeitfaktor für dasML–
Trainingmit 5 durchgeführtenIterationenergibt sichzu0 § 06.Auf demSieTill–ZK Testsetergibt

sichfür dasML–Modell eineWortfehlerratevon4 § 8%.WeitereDetailszudenErkennungsraten
desModellsfindensichin Tabelle6.11.

Trainings– Trainingsmenge Testmenge

kriterium WFR AUSL EINF WFFR WFR AUSL EINF WFFR

ML 3.8 0.9 1.0 9.8 4.8 1.0 1.5 12.2

MWF 2.1 0.9 0.9 5.6 3.7 1.0 1.4 9.5

MWFF 1.8 0.8 0.4 4.1 3.4 1.0 1.0 8.8

Tabelle6.11:Vergleichvon Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML),
Minimaler WortFehler (MWF) und Minimaler WortFolgenFehler(MWFF). Wortfehlerrate:
WFR,Auslöschungen:AUSL,Einfügungen:EINF, Wortfolgenfehlerrate:WFFR.Training:Trai-
ningsmengevon SieTill–ZK, Test:Testmengevon SieTill–ZK

Zunächstwird eineMWF–basierteOptimierungmittels 15 Iterationendurchgeführt.Dabei

bemißtsich der Realzeitfaktor zu 0 § 15, liegt alsoum ca. denFaktor 2 § 5 höherals beim ML–
Training.Sowohl auf demTrainings–als auchauf demTestmaterialergibt sich einedeutliche
Reduktionder Fehlerratendurchdie MWF–Optimierung.So wird z.B. die Wortfehlerrateauf

demTestmaterialum ca.23%auf 3 § 7% reduziert.Wortauslöschungenwurdenhierbeigarnicht
undWorteinfügungennurumeinenZehntelProzentpunktabsolutreduziert.Die Wortfolgenfeh-

lerratesinkt durchdasMWF–Trainingumca.22%.

In einemzweitenExperimentwurden15 IterationenMWFF–Trainingdurchgeführt.Derge-
samteRealzeitfaktorergibt sichhierbeizu0 § 32,wasalsonochmalumeinenFaktor2 langsamer

ist alsdasMWF–Training.FürdasMWFF–Modellergibt sicheineWortfehlerratevon3 § 4%und
eineSatz–oderWortfolgenfehlerratevon8 § 8%.Diesstellt für beideFehlerrateneinesignifikante

ReduktiongegenüberdenErgebnissenmit demMWF–Modelldar. WährendwiederumdieWort-
auslöschungengegenüberdemML–Fall nicht reduziertwird, wird die Worteinfügungsratevon
1 § 5%auf1 § 0%deutlichreduziert.Die gleicheTendenzfindetsichfür dieErkennungsergebnisse

auf demTrainingsmaterial.Darin zeigtsichdie überlegeneWirksamkeit desMWFF–Trainings
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gegenWorteinfügungenund Wortauslöschungen,die ja so beim MWF–Training nicht berück-
sichtigtwerden.

Zusammenfassendkönnensowohl MWF– als auchMWFF–Training als sehrwirksamzur
Steigerungder ErkennungsleistungeinesZif fernkettenerkennerseingestuftwerden.Dies deckt

sichauchmit denin derLiteraturzu findendenErgebnissen([Chouu.a., 1993], [Schlüteru.a.,
1997]). Im direktenVergleich ist zwar die benötigteRechenzeitbeimMWFF–Training in etwa
doppeltso hoch wie beim MWF–Training, die Wort– und WortfolgenfehlerratedesMWFF–

Modells sind jedochauchsignifikantniedrigerals die desMWF–Modells.In der Praxisemp-
fiehlt sich die VerwendungdesMWFF-Kriteriums,solangees im Rahmendeszur Verfügung

stehendenTrainingsmaterialseinsetzbarist. Bei sehrbegrenzterGrößederTrainingsstichprobe
könntesich die bessereAusnutzungdurchdasMWF–Training positiv auswirken,da dort jede

Wortverwechslungundnicht nur jedeSatzverwechslungberücksichtigtwird. Hierzuwurdenim
RahmendieserArbeit jedochkeineexperimentellenUntersuchungenunternommen.

6.13.4 Experimente mit Buchstabieren

Ein weitererin TelefondialogsystemennützlicherEingabemodusist die Erkennungvon Buch-

stabierungen([GallerundJunqua, 1997]). Insbesonderefür denFall, daßdaszubuchstabierende
Wort auseineListemöglicherWörterkommt,ist die FehlerratebeiEingabeüberBuchstabieren
sehrviel geringerals bei einerWorterkennung([MeyerundHild, 1997], [Kellneru.a., 1998],

[BauerundJunkawitsch, 1999]). Der Wortschatz,der im RahmendieserArbeit für Buchstabie-
rengewählt wurde,umfaßtnur die ca.26 Buchstabenundnicht die erweiterteAusspracheüber

Wörter (A wie Anton). Sowohl in derSpeechDat–Datenbankalsauchin derSieTill–Datenbank
findetsichsehrumfangreichesSprachmaterialmit diesemWortschatz.Dort wurdendieBuchsta-

benkontinuierlichgesprochen,wobeidie Aufgabemeistin einerBuchstabierungeinesNamens
bestand.

Im folgendensoll nun untersuchtwerden,wie diskriminative Verfahrenzur Steigerungder
Erkennungsleistungbei einemSpracherkennungssystemzur Buchstabenerkennungeingesetzt
werdenkönnen.SpeziellsollenhierdasKriterium MinimalerWortFehler(MWF) undMinimaler

WortFolgenFehler(MWFF) untersuchtwerden.Die Erkennungsleistungwird durcheinenkonti-
nuierlichenErkennermit demBuchstabenwortschatzjedochohneSprachmodellevaluiert.Dabei

wird dieWort–bzw. Buchstabenfehlerrate(Substitutionen+ Auslöschungen+ Einfügungen)und
die Wortfolgen–bzw. Buchstabenfolgenfehlerrategemessen.

Zunächstwurdeein nachdemMaximum–LikelihoodPrinzipoptimiertesHidden–Markov–
Modell erstellt.Dazuwurdendie gleichenEinstellungenwie in denvergangenenAbschnitten,
also Merkmalsvektor mit 24 KomponentennachLDA–basierterTransformation,benutzt.Für

die lexikalischeModellierungwurdeeineGanzwortmodellierunggewählt. Die Gesamtzahlder
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Gauß’schenDichtefunktionenwurdezu 1500gewählt. Es sei hier angemerkt,daßsich die in
[BauerundJunkawitsch, 1999] veröffentlichetnErkennungsratenaufeinModell mit 3000Dich-

tenbezogensindundsichdeshalbvondenenin dieserArbeit leichtunterscheiden.DerRealzeit-
faktor für 5 IterationenML–basiertesTraining auf demTrainingsmaterialder SpeechDat–und

SieTill–Datenbank(SDM+SieTill–BU, vgl. AnhangB.5.1) beträgt0 § 09.Für die Wortfehlerrate
aufdemTestmaterialderSpeechDat–II–Datenbank(SD2–BU, vgl. AnhangB.4.1) ergibt sichein
Wert von22§ 2%.DetailszuWorteinfügungenundWortauslöschungenfindensichin derTabelle

6.12. DadieeinzelnenÄußerungenmeistausvielenBuchstaben(8 § 8 im Mittel) bestehen,ergibt

Trainingskriterium WFR AUSL EINF WFFR

ML 22.2 1.8 2.9 75.4

MWF 17.3 2.1 2.0 67.2

MWFF 17.2 1.7 1.9 65.4

Tabelle6.12: Vergleichvon Fehlerratenfür die TrainingskriterienMaximum–Likelihood(ML)
und Minimaler WortFehler(MWF) und Minimaler WortFolgenFehler(MWFF). Wortfehlerra-
te: WFR, Auslöschungen:AUSL, Einfügungen:EINF, Wortfolgenfehlerrate:WFFR.Training:
SDM+SieTill–BU, Test:SD2–BU

sichein sehrhoherWert von75§ 4%für die Wortfolgenfehlerrate.

DasersteangewandtediskriminativeTrainingskriteriumist nundasMWF–Kriterium.Für15

Iterationenergibt sichein Realzeitfaktorvon 0 § 53; dasheißt,daßdasMWF–Trainingca.6 mal
soviel Rechenzeitbenötigtwie dasMaximum–Likelihood–Training.Die Wortfehlerrateaufdem

Testmaterialergibt sichfür dasMWF–Modell zu17§ 3%,waseinerReduktionderFehlerrateum
22%entspricht.AuchdieWortfolgenfehlerratewurdeumca.11%auf67§ 2%reduziert.Auffällig

ist,daßdieWortauslöschungennachdemMWF–TrainingleichtgestiegenunddieWorteinfügun-
genummehrals30%zurückgegangensind.Im GegensatzzudenErgebnissenmit Zif fernketten

im vorangegangenenAbschnittist im Fall derBuchstabendasMWF–Trainingsehrwohl in der
Lage,WortauslöschungenundWorteinfügungenin derSummedeutlichzureduzieren.Die Erhö-
hungderWortauslöschungenläßtsichdamiterklären,daßdieModellenachdemdiskriminativen

Trainingso„scharf“ gewordensind,daßsieauchaufdieWörterdesVokabularsnichtimmerpas-
sen.DieseSchärfederModelleerklärtauchdiedeutlichreduzierteWorteinfügungsrate.

Daszweitefür die BuchstabenerkennungeingesetzteOptimierungskriteriumist dasKriteri-
um Minimaler WortFolgenFehler(MWFF). Ausgehendvon demML–Modell wurden10 Itera-
tionenmit Zielfunktion MWFF durchgeführt.Als Realzeitfaktorergibt sichein Wert von 5 § 12,

womit sichdiegesamteRechenzeitfür dasMWFF–TrainingaufdemSDM+SieTill–BU Material
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aufca.29Stundensummiert.Trotzdesumca.einenFaktor10höherenRechenzeitbedarfsgegen-
überdemMWF–Trainingbleibt derAufwandfür dieseTrainingsaufgabemit Optimierungsziel

MWFF durchausim BereichdesMöglichenund Sinnvollen. Die Wortfehlerrateauf demTrai-
ningsmaterialergibt sichzu 17§ 2%; ist alsonicht signifikantverschiedenvon derWortfehlerrate

desMWF–Modells.Da ja dasKriterium der Optimierungdie Wortfolgenfehlerratewar, ist es
nicht sehrverwunderlich,daßsichdie Wortfolgenfehlerratetrotz fastidentischerWortfehlerra-
te gegenüberdemMWF–Modell um 2 Prozentpunktereduziert.Auch Wortauslöschungenund

WorteinfügungsratesindgebenüberdenErgebnissennachdemMWF–Trainingleicht reduziert.

Als ErgebnisderUntersuchungenin diesemAbschnittläßtsichfeststellen,daßdieKriterien
Minimaler WortFehler(MWF) und Minimaler WortFolgenFehler(MWFF) gleichermaßenge-

eignetsind,die ErkennungsleistungeinesBuchstabenerkennerszu erhöhen.Die Reduktionder
Wort–undWortfolgenfehlerratewar für beideKriterien fastgleichbisaufeinenminimalenVor-

teil desMWFF–Modellsbezüglichder Wortfolgenfehlerrate.Da bei der gegebenenTrainings-
aufgabeder Rechenaufwandfür dasMWFF–Training um ca.einenFaktor 10 höherist, bietet

sichin derPraxisan,nureineMWF–Optimierungzuverwenden.

6.14 A–priori Verwechslungsmatrizen

Für alle Kriterien, bei deneneineN–bestSuchefür einzelneEinheitendurchgeführtwird, läßt

sichdieMengederin derSuchebearbeitetenKlassenleichteinschränken.Fürdiein dieserArbeit
behandeltenKriterien würdensich hierzu die Kriterien Minimaler Zustandsfehler, Minimaler

PhonemfehlerundMinimaler Wortfehler, nicht jedochMinimaler Wortfolgenfehlereignen.Für
diekontinuierlicheN–bestSuchekönntemanzwareinzelneWörteraußerachtlassen,dieswürde
jedochnur bewirken, daßnur Wortfolgenauftreten,die dieseWörter nicht enthalten.Bei den

Suchverfahrenfür isolierteZustände,PhonemeundWortefür MZF–,MPF–undMWF–Training
hingegenist esmöglich,einigeKlassen(bestimmteZustände,PhonemeoderWörter) ausdem

Suchraumzuentfernenundsiesomitfür die Klassifikationunberücksichtigtzu lassen.

Die naheliegendsteAnwendungfür a–priori Verwechslungsmatrizensind sogenannteAus-
sprachevarianten.Im Französischenkönnenz.B. viele Wortemit oderohnedemletztemVokal

im Wort ausgesprochenwerden.Im Normalfall sind solcheAussprachevariantenim phoneti-
schenLexikon durchzwei Einträge,alsodurchzwei Wörter repräsentiert.Bei der Erkennung

ist esdannunerheblich,welcheder Aussprachevariantenerkanntwird. Üblicherweisewerden
vor einerAuswertungdesErkennungsergebnissesalleAussprachevarianteneinesWortesaufein

gemeinsamesSymbol (Wort) abgebildet.Bestehtnun die Aufgabein einer Minimierung der
WortverwechslungenmittelsMWF–Training,somachtesnatürlichkeinenSinn,die Verwechs-
lungenderAussprachevariantenuntereinanderzuminimieren.Ziel vona–prioriVerwechslungs-

matrizenist es hier, bei der N–bestSuchedie AussprachevariantendesgesprochenenWortes
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auszuschließen.Damit wird ausgeschlossen,daßVerwechslungenmit Aussprachevariantenden
Optimierungsprozeßbeeinflussen.

Allgemein sei eine a–priori VerwechslungsmatrixØ wie folgt definiert: sei i die korrekte

Klassefür ein MusterS, so wird die Klasse j bei der Bestimmungder bestenkonkurrierenden
Klasse(Gleichung(6.6)) nur dannberücksichtigt,wenndasElementderVerwechslungsmatrix
ei � j ungleich0 ist.

FürdieBerücksichtigungderobenerwähntenAussprachevariantenwerdenzunächstalleEle-

mentedera–prioriVerwechslungsmatrixzu 1 gewählt.DannwerdenjedochElementeei � j zu 0
gesetzt,wennein Wort w j eineAussprachevariantedesWorteswi ist.

EineweiteremöglicheAnwendungvon a–prioriVerwechslungsmatrizenist die Beschleuni-
gungdesdiskriminativenTrainingsdurchEinschränkungdesSuchraumsbei derN–bestSuche.

Möglich ist diesbeieinerAufteilungderKlassenin solche,diezuderkorrektenKlasseverwech-
selbarbzw. nichtverwechselbarsind.Auf dieseAnwendungdera–prioriVerwechslungsmatrizen

wird in Abschnitt6.17nochgenauereingegangen.

6.15 Behandlungvon Füllwörter n

Ein für diePraxissehrstörenderEffekt in derautomatischenSpracherkennungsindFalschalarme

bzw. Einfügungendurchnicht–stationäreGeräuschewie RäuspernoderHusten.Währendz.B.
bei Simulationendie Annahmezulässigist, daßin einerÄußerunggenauein Wort enthaltenist,
ist diesin einerrealenAnwendungnichtgegeben.Üblicherweisewird beieinerAnwendungder

ErkennerzueinembestimmtenZeitpunktangeschaltetunderstwiederabgeschaltet,nachdemein
Wort erkanntwurde.Räuspertsich alsoein Benutzerbevor er ein Wort spricht,wird möglich-

weisedasRäuspernaufeinWort abgebildetundalswahrscheinlichfalschesErkennungsergebnis
gewertet,bevor daseigentlicheWort gesprochenwurde.In einerSimulationbasierendauf digi-

talenSprachaufnahmenin DateienkönntedieserFall dadurchabgefangenwerden,daßproDatei
nur einWort erkanntwird.

Ein möglicherAnsatzzur Vermeidungvon solchenFalschalarmenist die Verwendungvon
Konfidenzmaßen([Junkawitschu.a., 1997], [Junkawitsch, 2000]). Dabei werden im Erken-

nungsergebnispotentiellschlechterkannteWörterentfernt.Besondersbei der kontinuierlichen
Erkennungist die Anwendungvon Konfidenzmaßenjedochschwierig,dadie Aussageüberdie

KorrektheiteinesWortesmittelsKonfidenzmaßsehrschwierigist. Beispielsweiseführt die Ab-
bildungeinesGeräuschesundeinesWortesaufnureinerkanntesWort zueinemProblem,dadas

GeräuschdasKonfidenzmaßdesWortesstarkbeeinflußt.Ein anderer— parallelkombinierbarer
— Ansatzist die Verwendungvon sogenanntenFüllwörtern,auf die nicht–stationäreGeräusche
abgebildetwerdenkönnen.Dabeiwird für nicht–stationäreGeräuscheeinHMM verwendet,das

im PrinzipdenHidden–Markov–Modellenfür die WörterdesWortschatzesgleicht.Dasim un-
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terscuhtenSystemeingesetzteFüllwort besitzt12 Zustände.

Beim Maximum–Likelihood–TrainingkönnenFüllwörternur trainiertwerden,wennnicht–

stationäreGeräuschein der Transkriptionder Datenbankverschriftetsind,wie dasz.B. in der
SpeechDat–Datenbank([SpeechDat–Internetseite, 2000]) derFall ist. SindGeräuscheverschrif-

tet, sokönnensiez.B. alle auf ein gemeinsamesFüllwort abgebildetunddiesgenausowie alle
anderenWörter behandeltwerden.Ein Problemtritt auf, wenn in einerDatenbankkeineGe-
räuscheverschriftetsind,wie dasz.B. in der SieTill–Datenbankder Fall ist. Man wird im all-

gemeinensovorgehen,daßmandie Füllwörterz.B. auf derSpeechDat–Datenbanktrainiertund
deneigentlichenWortschatzaufderanderenDatenbank.

Bei derVerwendungvonFüllwörterntritt häufigdasProblemauf,daßdasFüllwort entweder
zu dominantist, alsohäufiganstattandererWörter erkanntwird, odernur sehrseltenerkannt

wird. Beim diskriminativenMCE–Trainingergebensichhierfür Lösungsansätze,die in denfol-
gendenAbschnittenbeschriebenwerden.

6.15.1 Füllwörter für Einzelworterk ennung

dominantesFüllwort Werdenin derErkennungsehrvieleWörterausdemeigentlichenWort-

schatzauf dasFüllwort abgebildet,so mußdasZiel sein,dasModell für dasFüllwort für die
anderenWörterunwahrscheinlicherzumachen.Diesläßtsichim allgemeinennur mit diskrimi-

nativenMethodenrealisieren.

Ein möglichesVorgehenbestehtin Verwendungeiner a–priori Verwechslungsmatrixfür

WörterundeinemkünstlichenKonstanthaltenbestimmterModellparameter. Die Verwechslungs-
matrix ist dabeisozu wählen,daßbei derN–bestSucheimmernur dasFüllwort berücksichtigt
wird. So werdenfür dasdiskriminative Training nur Verwechslungenvon WörterndesWort-

schatzesmit demFüllwort berücksichtigt.Dadurchwird eineoptimaleAusnutzungdesDaten-
materialsin Hinsichtauf dasspezifischeProblemgewährleistet.Als besondererVorteil erweist

sich hier, daßfür dieseArt der Nachschätzungder FüllwortparameterkeineverschriftetenGe-
räuscheim Trainingsmaterialvorhandenseinmüssen.

Das beschriebeneVorgehensollte als eigenerSchritt nacheinemMaximum–Likelihood–
Trainingundeinem„normalen“diskriminativenTrainingohneBerücksichtigungdesFüllworts

erfolgen.Insbesondereempfiehltessich,nurdieParameterdesFüllwortsnachzuschätzen,dadie
EigenschaftenderModellefür denWortschatzsonichtnegativ beeinflußtwerdenkönnen.

seltenansprechendesFüllwort Die umgekehrte— in derPraxisabereherseltenerbeobach-
tete— Problematikergibt sich,wennein Maximum–LikelihoodtrainiertesFüllwort kauman-
spricht,sondernGeräuscheweiterhinauf Modelle für deneigentlichenWortschatzabgebildet

werden.In einemsolchenFall mußdasZiel darinbestehen,daßdieModellefür denWortschatz
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für Geräuscheunwahrscheinlichergemachtwerden.

Für diesenFall müßteeinea–prioriVerwechslungsmatrixso gewählt werden,daßnur eine

VerwechslungvonGeräuschenmit WörternausdemWortschatzzugelassenwird. Die Parameter
desFüllwortmodellssolltenhierbeikünstlichkonstantgesetztwerden,damitdiesesModell nicht

nochunwahrscheinlicherfür Geräuschegemachtwird.

Die beidenin diesemAbschnittvorgeschlagenenVorgehensweisensindnurfür dasKriterium

MinimalerWortfehlersinnvoll einsetzbar, danurdortVerwechslungsmatrizeneingesetztwerden
können.Im folgendenAbschnittsoll nun ein Ansatzbeschriebenwerden,der einegesonderte

Behandlungvon FüllwörternbeimKriterium Minimaler Wortfolgenfehlererlaubt.

6.15.2 Füllwörter für Wortk ettenerkennung

Wie in Abschnitt6.14beschrieben,könnenVerwechslungsmatrizennicht ohneweiteresin der
kontinuierlichenN–bestSuchefür dasMWFF–Trainingeingesetztwerden.Somitkommendie

im vorangegangenenAbschnittbeschriebenenMethodenfür dasMWFF–Trainingnichtin Frage.

Ziel einerIntegrationvon Füllwörternin dasMWFF–Trainingmußdie AnpassungderVer-

hältnissebeim Training an die bei der Erkennungsein.Für die ErkennungwerdenFüllwörter
genausobehandeltwie die WörterausdemWortschatz;d.h.eswird einebeliebigeAbfolge von

WörternausdemWortschatzundFüllwörternerkannt.FürdasMWFF–Trainingmüssennunso-
wohl dererzwungeneViterbi–Algorithmusalsauchdie kontinuierlicheN–bestSucheangepaßt

werden.

DererzwungeneViterbi–Algorithmusmußdahingehenderweitertwerden,daßzwischenden

Wörtern beliebigeEinfügungenvon Füllwörternzugelassenwerden.Dies läßt sich durchein
Sprachmodelllösen,wobeidererzwungeneViterbi–Algorithmusdanndurcheinenkontinuierli-
chenErkennermit Sprachmodellrealisiertwerdenmuß.

Die kontinuierlicheN–bestSuche(vgl. Abschnitt 3.2) kann durcheinespezielleErweite-
rung so modifiziert werden,daßgenaudie N bestenWortfolgen ohneBerücksichtigungvon

Füllwörterngefundenwerden.Dieswird dadurcherreicht,daßbeiderAbspeicherungderWort–
HistorieFüllwörtereinfachunberücksichtigtbleiben.DadurchkönnenPfade,die sichnur durch

unterschiedlicheEinfügungenvonFüllwörternunterscheiden,rekombinieren.FürdieWeiterver-
arbeitungderSuchergebnisseist dasAuftretenvonFüllwörternin derWorthistorieohneBelang.

VielmehrmüssensogardieFüllwörterentferntwerden,umdieerkanntenWortfolgenmit derkor-
rektenWortfolge zu vergleichen.Bei der Aufzeichnungder Historie auf Zustandebenewerden
durchlaufeneModellefür Füllwörternatürlichberücksichtigt.

Mit dembeschriebenenAlgorithmusist esmöglich,Füllwörterfür dasMWFF–Trainingop-
timal zu berücksichtigen,ohnedaßeineVerschriftungderGeräuscheim Trainingsmaterialnot-

wendigist.
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6.16 Experimentemit speziellerBehandlungvon Füllwörter n

In diesemAbschnittwerdenExperimentebeschrieben,mit denenanhanddesBeispielsZif fern-
ketten(vgl. Abschnitt6.13.3) die Methodenzur Behandlungvon Füllwörtern(Abschnitt6.15)

evaluiertwerden.

Zunächstwurdeauf einemTeil derTrainingsmengein derSieTill–DatenbankmittelsMaxi-

mum–Likelihood–Trainingein Füllwort generiert.Zu diesemZweck wurdendurcheinekonti-
nuierlicheErkennungca. 200 Äußerungenidentifiziert, bei denenWorteinfügungenzu Erken-

nungsfehlerngeführthaben(Methodenach[Gretter, 1997]). In diesenÄußerungenwurdenan-
schließendGeräuscheverschriftet,so daßdieserKorpuszum Maximum–Likelihood–Training

einesFüllwortsdienenkonnte.

In einemerstenTestwurdedenML–, MWF–, undMWFF–Modellen(vgl. Abschnitt6.13.3)

dasMaximum–LikelihoodtrainierteGeräuschwort hinzugefügtunddie veränderteErkennungs-
leistungaufdemTestmaterialgemessen.Die AnzahlderZuständedesHidden–Markov–Modells

desFüllwortswurdezu12gewählt.FürdasML–Modell unddasMWF–Modellergabsichdurch
dasMaximum–Likelihood–Füllwort schoneinebeträchtlicheReduktionderWortfehlerrateum
je 16%.Alle Ergebnissesind in Tabelle6.13 zusammengestellt.Für dasMWFF–Modell zeigt

sichkeineVeränderungin derWorterkennungsrate.Für alle drei Modelleergibt sicheinedeut-
liche Erhöhungder Wortauslöschungenund Reduktionder Worteinfügungen.Im vorliegenden

Fall ist alsoein dominantesFüllwort aufgetreten,daszuvielenWortauslöschungenführt.

In einemzweitenSchrittwurdedasdominanteFüllwort mit denin Abschnitt6.15.1beschrie-

benenMethodenmittels MWF–Training nachgeschätzt.Für dasMWF–Grundmodellführt das
MWF–Füllwort nur zu einernicht–signifikantenReduktionderWortfehlerrateum 0 § 1 Prozent-

punkt, wobei aberWorteinfügungenund Wortauslöschungensehrviel ausgeglichenersind als
mit demML–Füllwort. Für dasMWFF–Grundmodellführt dasMWF–Füllwort zu einerdeutli-

chenReduktionderWortfehlerrategegenüberderKombinationmit demML–Füllwort. Dies ist
hauptsächlichaufdie ReduktionvonWorteinfügungenzurückzuführen.

In einemletztenExperimentwurdendasML–GrundmodellunddasML–Füllwort mit Hilfe
desintegriertenVerfahrensausAbschnitt6.15.2gemeinsamtrainiert.Die erzielteWortfehlerrate

von 2 § 8% ist die niedrigsteFehlerratealler getestetenKombinationen.Auch die Wortfolgenfeh-
lerratevon7 § 1%ist nocheinmaldeutlichniedrigeralsfür dieanderenKombinationen.Auffällig
ist dasUngleichgewicht von Wortauslöschungenund Worteinfügungen,die nur etwa halb so

häufigauftretenwie Wortauslöschungen.DiesesUngleichgewicht scheintsich für die minima-
le Wortfolgenfehlerratemit BerücksichtigungdesFüllwortszu ergeben.Beim MWFF–Training

ohneFüllwort wardiesesUngleichgewicht nicht zubeobachten.

Zusammenfassenderweistsichdie VerwendungeinesFüllwortsfür die Erkennungvon Zif-

fernkettenals sehrvorteilhaft.Auch ohnespezielle(diskriminative) BehandlungdesFüllworts
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Trainings– Trainings–

kriterium kriterium WFR AUSL EINF WFFR

Ziffern Geräuschwort

ML — 4.8 0.9 1.0 12.2

ML ML 4.0 1.1 0.7 10.0

MWF — 3.7 1.0 1.4 9.5

MWF ML 3.1 1.6 0.3 7.7

MWF MWF 3.0 1.1 0.7 7.7

MWFF — 3.4 1.0 1.0 8.8

MWFF ML 3.4 1.8 0.2 8.3

MWFF MWF 3.0 1.1 0.5 7.6

MWFF MWFF 2.8 1.0 0.5 7.1

Tabelle 6.13: Vergleich von Fehlerratenbei verschiedenenTrainingskriterienfür die Zif fern
selbstund das Geräuschwort. Kriterien sind Maximum–Likelihood (ML), Minimaler Wort-
Fehler(MWF) undMinimaler WortFolgenFehler(MWFF). Wortfehlerrate:WFR, Auslöschun-
gen:AUSL, Einfügungen:EINF, Wortfolgenfehlerrate:WFFR. Training: Trainingsmengevon
SieTill–ZK, Test:Testmengevon SieTill–ZK

reduziertdie VerwendungeineseinfachenFüllworts die Wortfehlerrateum bis zu 16%.Durch

beidediskriminativeVerfahren(MWF– undMWFF–Training)zur Behandlungvon Füllwörtern
konnteeineweitereReduktionder Wortfehlerrateerreichtwerden.Die integrative Behandlung
von eigentlichemWortschatzundFüllwort im MWFF–Traininghathierbeidie niedrigsteWort-

fehlerrateerzielt,die fast18%unterderFehlerratedesMWFF–ModellsohneFüllwort liegt.

6.17 BeschleunigungdesTrainingsverfahren

Die Experimentein den vorangegangenenAbschnittenhabengezeigt,daßder Zeitbedarffür
diskriminativesTraining docherheblichseinkann.Im Vergleich zum Maximum–Likelihood–

Trainingergibt sichmeisteinumdenFaktor10erhöhterRechenzeitbedarf.Insbesonderefür das
MWF–basierteGeneralisten–Trainingist derZeitbedarfdurchdengroßenWortschatzsehrhoch.
In denfolgendenzwei Abschnittenwerdenzwei Verfahrenzur Beschleunigungdesdiskrimina-

tivenMCE–Trainingsvorgestellt.
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6.17.1 Beschleunigungdurch Verwechslungsmatrizen

Der rechenzeitintensive Schritt beim MWF–Training ist die N–bestSuche.Diesemußtez.B.

für dasGeneralisten–Trainingin Abschnitt6.13.2für 2701Wörterdurchgeführtwerden.In der
Praxisist esnatürlichso,daßnicht jedesWort mit allenanderenWörternverwechselbarist.Viel-

mehrkönntemansichpro Wort auf einekleinereListe zu diesemWort verwechselbarerWörter
beschränken. Ist einesolcheListe bekannt,kanndieseüberdenMechanismusder Verwechs-
lungsmatrizenleicht in dasMWF–Trainingintegriertwerden.Im folgendenwird ein Ansatzzur

automatischenGenerierungeinessolchenListebeschrieben.

GrundideedesVerfahrensist es,Merkmalsvektorfolgenmit Hilfe derHidden–Markov–Mo-

dellezugenerierenunddiejenigenWörterin dieListederverwechselbarenaufzunehmen,für die
dieModellwahrscheinlichkeit für diesynthetisierteMerkmalsfolgerelativ hochist. DasStrukto-

grammin Abbildung6.16beschreibtdenvorgeschlagenenAlgorithmus.

Bearbeite alle Wörter w1 im Lexikon

Synthese einer Merkmalsfolge mit Hilfe des HMMs λw1

N–best Einzelworterkennung

Bearbeite alle Wörter w2 im LexikonÙ Ù Ù Ù ÙJ
g Ú X Û λw2 Ü�Ý g Ú X Û λw1 ÜQÞ Schwelle ß ß ß ß ß

N

Aufnahme von Wort w2 in die

Verwechslungsliste des Wortes w1

Abbildung 6.16:Struktogrammfür die automatischeGenerierungvon Verwechlungslisten

Zur GenerierungeinerMerkmalsfolgeausdemWortmodellwerdeneinfachMerkmalsvekto-

rendurchgewichteteMittelung derMittelpunktsvektorenderZuständeerzeugt.Die Anzahlder
MerkmalsvektorenproZustandwird durcheineSimulationderZustandsübergängeentsprechend
derÜbergangswahrscheinlichkeitenfestgelegt.

Die Wahl der Schwellewurdein den im Abschnitt6.18 beschriebenenExperimentensehr
konservativ gewählt, sodaßdie AnzahlderWörter in denVerwechslungslistenim Mittel unge-

fährderhalbenWortschatzgrößebeträgt.
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6.17.2 Beschleunigungdurch Reduktion der Trainingsmenge

Die Grundideedesin diesemAbschnitt vorgeschlagenenVerfahrensbestehtin der Beschrän-
kung desTrainingsmaterialsfür alle weiterenIterationenauf die Muster, die in der erstenIte-
rationeinenBeitragzur Parameternachschätzunggelieferthaben.Wie in Abschnitt6.8.1schon

ausgeführt,gehenin die Paramerternachschätzungnur solcheMusterein, für die die Gewich-
tungsfunktion∂l ¨ d ¨ X �Λ ©¹©

∂d ¨ X �Λ © mindestenseinenfestenFaktormaldemMaximumdieserFunktion(bei

d � 0) beträgt.DerFaktorwurdewie in Abschnitt6.8.1beschriebenzu1à 100gewählt.

Die ersteIteration diskriminativen Trainingswird also mit der gesamtenTrainingsmenge
durchgeführt.WährenddiesererstenIterationwird nuneineListe mit denjenigenTrainingsmu-

sternerstellt,für diedieGewichtungsfunktiondenbeschriebenenSchwellwertüberschrittenhat.
Füralle weiterenIterationenwerdennunnur nochdieTrainingsmusterausderreduziertenListe
verwendet.

DasVerfahrenbietetsich insbesonderefür MWF–Trainingauf EinzelwörternundMWFF–

Training an. Bei MPF– und MWF–Training auf Wortfolgenergibt sich meist einenur wenig
reduzierteTrainingsmenge,dameisteinedervielenMusterin einerÄußerungdasSchwellwert-

kriterium erfüllt undsomitdieÄußerungweiterverwendetwerdenmuß.

6.18 Experimente zur Beschleunigungdes Trainingsverfah-

rens

Beschleunigungdurch Verwechslungsmatrix In einemerstenExperimentwird versucht,das
MWF–basierteGeneralisten–Trainingmit Wortschatzgröße2701(vgl. Abschnitt6.13.2) mit Hil-

fe einerVerwechslungsmatrixzu beschleunigen.Dazuwurdemit Hilfe desin Abschnitt6.17.1
beschriebenenVerfahrenseineVerwechslungsmatrixgeneriert,die denSuchraumim Mittel um
denFaktor 0 § 5 verkleinert.Für denRealzeitfaktor wurdebei Berücksichtigungder Verwechs-

lungsmatrixderWert 5 § 3 gemessen.Durchdie VerwechslungsmatrixwurdealsoeineBeschleu-
nigungumdenFaktor2 erreicht.In derPraxisbedeutetdieseineVerkürzungderTrainingsdauer

um ca. 6 Tage.Für die Performancedesdiskriminativ nachtrainiertenModells ergabsich der
gleicheWert von 6 § 4% Wortfehlernwie im Fall ohneVerwechslungsmatrix.WeitereVersuche

zur ReduktionderVerwechslungslistenwurdennicht unternommen.Es ist jedochdenkbar, daß
eineweitereBeschleunigungrealisierbarist.

Beschleunigungdurch Reduktion der Trainingsmenge In einemzweitenVersuchwurdeei-
neReduktionderTrainingsmengeeingesetzt,umdasMWF–Trainingaufdem62Wörterumfas-
sendenWortschatzder Voice–Mail–Datenbank(vgl. z.B. Abschnitt6.5) zu beschleunigen.Für

denFaktor, der denBeitragzur Optimierungsteuert(vgl. Abschnitt 6.8.1), wurdeder bereits
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erwähnteWert von 1à 100 verwendet.Nachder erstenIterationmit der vollen Trainingsmen-
ge ergibt sich eine um ca 60% reduzierteTrainingsmengefür die folgendenIterationen.Die

AnwendungdieserreduziertenTrainingsmengereduziertedenRechenzeitbedarfgegenüberder
vollenTrainingsmengeumca80%.DasgesamteRechenaufwandfür dasdiskriminativeTraining

hatsichalsoum etwaswenigerals80%reduziert.BezüglichderErkennungsleistungdesnach-
trainiertenModells konntekeineVeränderungzum Fall der vollen Trainingsmengegemessen
werden.

Zusammenfassung Zusammenfassendkönnendie vorgeschlagenenMethodenzur Reduktion
der für dasdiskriminativeTrainingbenötigtenRechenzeitals rechtwirksameingestuftwerden.
Sowohl für dasTrainingmit kleinemWortschatzalsauchfür dasTrainingmit größeremWort-

schatzergabsicheineerheblicheReduktionderRechenzeit.
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Kapitel 7

Diskussionund Ausblick

7.1 Diskussion

In dervorliegendenArbeit wurdendiskriminativeMethodenzurOptimierungderErkennungslei-

stungeinesautomatischenSpracherkennungssystemsuntersucht.Bei dembetrachtetemSystem
handeltessichum einSystemaufderBasisvonHidden–Markov–Modellen.

NebendemStandardMaximum–Likelihood–VerfahrenzurParameterschätzungfür Hidden–
Markov–Modelle ist ausder Gruppeder diskriminativenVerfahrenseit Anfangder 90’er Jah-
re dasMinimum ClassificationError (MCE) Training bekannt.Im Rahmender vorliegenden

Arbeit wurdenaufbauendauf dasbekannteMCE–VerfahrenalgorithmischeErweiterungenund
Verbesserungenentwickelt sowie experimentelleUntersuchungenanhandeinespraxisnahenFor-

schungssystemdurchgeführt.Die Art derUntersuchungenundalgorithmischenWeiterentwick-
lungwardabeiwesentlichaneinerpraktischenUmsetzbarkeit undAnwendbarkeit orientiert.

Erste grundsätzlicheexperimentelleUntersuchungenmit dem an die Besonderheitender
verwendetenHMM–ModellierungangepaßtenMCE–Trainingsverfahrenszeigten,daßdie dis-
kriminativeNachschätzungderVerteilungsmittelpunkte(Prototypen) mittelsMCE–Trainingein

vielversprechenderAnsatzpunktzurSteigerungderErkennungsleistungist. EineAnpassungder
anderenSystemparameterwie derMixturkoeffizientenhatsichalsnichtentscheidendfür dieEr-

kennungsleistungdesSystemserwiesen.Die gefundenenBeobachtungenlassensichdurchdie
reduzierteKomplexität der verwendetenModellstrukturenbegründen,derenwesentlicherund

entscheidenderBestandteilnurdie Verteilungsmittelpunktesind.

EineAnalysederBeziehungzwischenderWirksamkeit desMCE–VerfahrensunddemVer-

hältniszwischenAnzahl freier zu schätzenderParameterund nutzbaremTrainingsmateriallie-
ferte folgendesErgebnis:die Wirksamkeit diskriminativer Methodenerweistsich für Systeme
mit wenig freien Systemparameternim Vergleich zur vorhandenenTrainingsmengeals maxi-

mal. Beispielsweisekonntedurch diskriminativesTraining für einenEinzelworterkennereine

95
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Reduktionder Modellgrößeum denFaktor 2 bei gleicherErkennungsleistungermöglichtwer-
den.Diesist natürlichfür einerealeAnwendungmit beschränktemSpeicherundRechenleistung

sehr interessant.Weiterhin ist dasMCE–Trainingsverfahrenbesserals dasStandardverfahren
Maximum–Likelihoodin derLage,dasPotentialeinergroßenTrainingsstichprobeauszunutzen.

Unter demAspektder optimalenNutzungdesTrainingsmaterialswurdeeineMethodezur
BestimmungdeskritischenParametersentwickelt,derbeimMCE–TrainingdenEinflußderTrai-

ningsmustersteuert.DurchdieseMethodewird ein optimalerKompromißzwischenmaximaler
AusnutzungderTrainingsstichprobeundVermeidungvon Überadaptiongefunden.Für die Op-
timierung desHMM–Parametersatzesmittels GradientenverfahrenwurdeeineGradientennor-

mierungentwickelt, die in derPraxiseinensehrpositivenEinflußauf dasKonvergenzverhalten
erzielt. Die neu entwickelten Verfahrenerlaubeneine praktischstark vereinfachteFestlegung

optimalerSteuergrößenfür die DurchführungdesdiskriminativenTrainings.

Unter Verwendungvon verschiedenenDatenbanken undunterschiedlichenErkennungsauf-

gabenwurdeeinekonsistenteAnalysebzgl. der Wahl der Klassenfür dasdiskriminative Trai-
ningdurchgeführt.FolgendeDefinitionenderKlassenfür dasMCE–Trainingwurdenuntersucht:

HMM–Zustände,Phoneme,WörterundWortfolgen.Die neueingeführteWahl derZuständeals
Klassenwurdevon einemdiskriminativenVerfahrenzur Merkmalstransformation,derLinearen
Diskriminanz–Analyse,übernommen,dasin demuntersuchtenSystemmit demMCE–Training

kombiniertwird. Die untersuchtenTrainingsaufgabenwarenTraining für Einzelworterkennung
mit kleinemWortschatz,wortschatzunabhängigesTrainingmit großemVokabular, Training für

Zif fernkettenerkennungund für Buchstabieren.Grundsätzlicherweistessich stetsals optimal,
einemöglichstglobaleZielfunktionzuwählen,diederjeweiligenErkennungsaufgabemöglichst

nahekommt.Obwohl die Wahl von Zuständenund PhonemenVorteile bezüglichder notwen-
digenVerarbeitungszeitenbietet,konntehier keineReduktionder Wortfehlerrateerreichtwer-

den.EineReduktionderWortfehlerratewurdenur durchdie Wahl von WörternundWortfolgen
alsMCE–Klassenerzielt.Bei aufgabenspezifischemTrainingmit kleinemWortschatzwurdeei-
ne Reduktionder Fehlerratevon bis zu 48% erzielt. Wortschatzunabhängigesdiskriminatives

Trainingbei größerenWortschätzenkonntedie Wortfehlerratebis zu 9% reduzieren.Die Wahl
von WortfolgenalsMCE–KlassenbedingtsehrhoheVerarbeitungszeitenfür dasdiskriminative

Training.DurchdenerhöhtenAufwandkonntefür die Zif fernkettenerkennungeinesignifikante
Steigerungder Erkennungsleistungerzielt werden.Für die Erkennungvon Buchstabenkonnte

keinesignifikanteVerbesserunggegenüberderWahl von WörternalsMCE–Klassenbeobachtet
werden.

Um die rechenzeitintensive Trainingsphasezu verkürzenund dasVerfahrensomit in der
Praxisbessernutzbarzu machen,wurdenMethodenzur Beschleunigungdesdiskriminativen
Trainingsentwickelt. Bei dererstenMethodewird anhandeineseinfachenKriteriumsdie Trai-

ningsmengeaufdieentscheidendenStichprobenreduziert,wobeidieSchrittweitensteuerungder
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Gradientensuchespezielldaraufabgestimmtist. DurchdieseMethodekonntebeieinemExperi-
mentdie Rechenzeitfür dasdiskriminativeTrainingum fast80%reduziertwerden.Die zweite

entwickelte Methodebasiertauf der Verwendungvon automatischgeneriertena–priori–Wort-
Verwechslungsmatrizen.

Das MCE–Trainingsverfahrenwurde um die Verwendungvon a–priori–Wort-Verwechs-
lungsmatrizenerweitert.Zum einenist hierdurcheine weitereBeschleunigungder Trainings-

phasemöglich, zum anderenkönnenhierdurchin realenTrainingsmengenauftretendeEffekte
wie Aussprachevariantenbehandeltwerden.

Für dasMCE–Trainingsverfahrenmit Wortkettenals Klassendefinition,dassich insbeson-
derefür die Erkennungvon Zif fernkettenalsvorteilhafterwiesenhat,wurdeein Verfahrenzur

konsistentenBehandlungvon Füllwörtern,welchenicht–stationäreGeräuschemodellieren,ent-
wickelt. Die konsistenteBehandlungdieserGeräuschmodelledurchdasdiskriminativeTraining

hat sich für Erkennungvon Zif fernkettenals vorteilhaft herausgestellt.Die Verwendungeines
Füllworts in Verbindungmit dem speziellabgestimmtendiskriminativen Training konntedie

WortfehlerrateaufZif fernkettennochmalsumca.18%reduzieren.

7.2 Ausblick

AufbauendaufdasvorgestellteSchemazurSteuerungdesWirksamkeitsparameters(γ) wäredie
ImplementierungeinervollautomatischenBestimmungdesParametersdenkbar. Ausgehendvon

dergrafischenDarstellungdeszu verwendendenHistogrammsmüßtenentsprechendeHeuristi-
kenumgesetztwerden.

In Anlehnungandasder LiteraturbekannteVerfahrenzur ErzeugungneuerMixturkompo-

nentenkönntefür dasbeschriebeneSystemeinVerfahrenzumReduzierenvonMixturkomponen-
ten entwickelt werden.DasZiel wärehierbeieinenochweiter verbesserteErkennungsleistung
bei reduzierterModellgröße.

Im RahmendieserArbeit wurdedasKriterium Minimaler Wortfolgenfehler(MWFF) nicht

für größereVokabularien(wortschatzunabhängigesTraining)untersucht.UmdiesesThemaprak-
tisch zu untersuchen,müßtenschnelleMethodenzur kontinuierlichenN–bestSucheeingesetzt
werden.DenkbarwäreaucheineAnwendungdesMWFF–Kriteriumsauf kurzeAbschnittevon

sprachlichenÄußerungen.Ähnlich wiebeiderAnwendungdesMWF–KriteriumsaufAbschnitte
mit nur einemWort könntedasMWFF–KriteriumaufeinekurzeFolgevonWörternangewandt

werden.Auf dieseWeisekönntemöglicherweiseeineReduktiondesRechenaufwandserreicht
werden,die eineEchtzeitverarbeitungohneSprachmodellerlaubt.

Interessantwäre auchdie Verwendungvon kontextabhängigenPhonemmodellenund von
Modellenmit hoherZahl anVerteilungsdichtenfür wortschatzunabhängigesTraining.Dadurch

könnteuntersuchtwerden,ob dasbisherbeobachtetehoheMaßanWirksamkeit derdiskrimina-
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tivenMethodenauchbei detailliertererModellierunggegebenist.



Anhang A

Nomenklatur

A.1 Variablennamen

a Zustandsübergangswahrscheinlichkeit

A Zustandsübergangsstrafeá
Transformationsmatrix

α Vorwärtswahrscheinlichkeit
b Emissionswahrscheinlichkeit
B Emissionsstrafe

c Mixturkoeffizient
C Mixturstrafe

d Dimensionsindex oderDiskriminanzfunktion
D Dimensionalität

e ElementeinerVerwechslungsmatrixØ Verwechslungsmatrix
ε SchrittweitebeimGradientenverfahren

η Gewichtungskoeffizientbei derDiskriminanzfunktion
g log–transformierteWahrscheinlichkeit

γ ParameterderSigmoidfunktion
h Klassenindex

i Klassenindexâ
Einheitsmatrix

j Klassenindex
J Anzahlvon (konkurrierenden)Klassen
k Iterationsindex

K AnzahlderIterationen
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l MCE–Zielfunktion
L AnzahlderVektorenbeiderSupervektor–Bildung

λ Modell
Λ Parametersatz

m Modenindex
M Modenanzahl¡µ Mittelpunktsvektor

N Anzahloder(absolute)Häufigkeit
N �ã�jÖ Normalverteilung(Gauß)

o allgemeinerParameter
Ω �ã�jÖ (korrekte)Klasse

P �ã�jÖ Wahrscheinlichkeit
p �ã�jÖ Wahrscheinlichkeitsdichtefunktion

π Einsprungswahrscheinlichkeit
Π Einsprungsstrafe
r Index einesMustersin derTrainingsmenge

R AnzahlderTrainingsmuster
s Zustandsindex

S Musterä
w Intraklassenscattermatrixä
b Interklassenscattermatrix

σ Streuung
Σ Kovarianzmatrix

t Zeitindex
T AnzahlderVektorenin einerMerkmalsvektorfolge

θ Zustandin einerZustandsfolge
Θ Zustandsfolgeå

Transformationsmatrixzur Dekorrelationæ
Transformationsmatrixzur MaximierungderKlassentrennbarkeit

W Wortfolgeç
Transformationsmatrixzur whitening–Transformation

X FolgevonMerkmalsvektoren¡x Merkmalsvektor¡y nicht–LDA–transformierterMerkmalsvektor

ζ Hilfsfunktion für die ZuordnungeinesMerkmalsvektorszueinerMode
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A.2 Symbole�QÖZè 1 InverseeinerMatrix

E é��iê Erwartungswert
EV é��ëê Eigenvektorsystem(Matrix ausEigenvektoren)

EW é��iê Eigenwert�QÖ T TransponierteeinerMatrix

tr �ìÖ SpureinerMatrix



Anhang B

Datenbankenund
Trainings–/Erkennungsaufgaben

B.1 DatenbankDeutscheVoice–Mail

Die DatenbankDeutscheVoice–Mailkanndurchdie folgendenAttributebeschriebenwerden:

Sprache Deutsch

Abtastrate 8 kHz

Aufnahme–Umgebung Telefon

Sprechart Einzelworte

B.1.1 Trainings–/ErkennungsaufgabeVM–62

Die Trainings–/ErkennungsaufgabeVM–62kanndurchdiefolgendenAttributebeschriebenwer-
den:

Wortschatz 62 (Zif fernundKommandos)

AnzahlTrainingssprecher 520

Wörterin derTrainingsmenge 27887

GesamtdauerderTrainingsmenge 16h 45 min

AnzahlTestsprecher 261

Wörterin derTestmenge 13600

GesamtdauerderTestmenge 8 h 10 min

B.2 DatenbankSieTill

Die DatenbankSieTill kanndurchdie folgendenAttributebeschriebenwerden:
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Sprache Deutsch

Abtastrate 8 kHz

Aufnahme–Umgebung Telefon

Sieheauch[ELRA–Internetseite, 2000].

B.2.1 Trainings–/ErkennungsaufgabeSieTill–ZK

Die Trainings–/ErkennungsaufgabeSieTill–ZK (Zif fernKetten)kanndurchdie folgendenAttri-
butebeschriebenwerden:

Wortschatz 11 (Zif fern)

Sprechart kontinuierlich

AnzahlTrainingssprecher 362

Wörterin derTrainingsmenge 42857

GesamtdauerderTrainingsmenge 11h 35 min

AnzahlTestsprecher 356

Wörterin derTestmenge 43092

GesamtdauerderTestmenge 11h 44 min

B.3 DatenbankDeutscheSpeechDatM

Die DatenbankSpeechDatM kanndurchdie folgendenAttributebeschriebenwerden:

Sprache Deutsch

Abtastrate 8 kHz

Aufnahme–Umgebung Telefon

Sieheauch[Högeu.a., 1997], [SpeechDat–Internetseite, 2000] und [ELRA–Internetseite,
2000].

B.3.1 TrainingsaufgabeSDM

Die TrainingsaufgabeSDM(SpeechDatM) kanndurchdiefolgendenAttributebeschriebenwer-

den:

Wortschatz 2701

Sprechart Einzelworteundkontinuierlich

AnzahlTrainingssprecher 667

Wörterin derTrainingsmenge 97448

GesamtdauerderTrainingsmenge 30h 54 min



104 B DatenbankenundTrainings–/Erkennungsaufgaben

DieseTrainingsmengeumfaßt verschiedenartigeÄußerungenwie Kommandowörter, Zif-
fernketten,Buchstabieren,Datumsangaben,Geldbeträge,freigesprocheneZahlenund phone-

tischreicheWörterundSätze.

B.3.2 Trainings–/ErkennungsaufgabeSDM–PR

Die Trainings–/ErkennungsaufgabeSDM–PR(PhonetischReicheSätze)kanndurchdie folgen-
denAttributebeschriebenwerden:

Wortschatz 1722

Sprechart kontinuierlich

AnzahlTrainingssprecher 658

Wörterin derTrainingsmenge 34317

GesamtdauerderTrainingsmenge 10h 18 min

AnzahlTestsprecher 163

Wörterin derTestmenge 8387

GesamtdauerderTestmenge 2 h 31 min

B.4 DatenbankDeutscheSpeechDatII

Die DatenbankSpeechDat II kanndurchdie folgendenAttributebeschriebenwerden:

Sprache Deutsch

Abtastrate 8 kHz

Aufnahme–Umgebung Telefon

Sieheauch[Högeu.a., 1997], [SpeechDat–Internetseite, 2000] und [ELRA–Internetseite,
2000].

B.4.1 Erk ennungsaufgabeSD2–BU

Die ErkennungsaufgabeSD2–BU (SD2:erste1000Sprechervon SpeechDatII, BUchstabieren)

kanndurchdie folgendenAttributebeschriebenwerden:

Wortschatz 31 (Buchstaben)

Sprechart kontinuierlich

AnzahlTestsprecher 819

Wörterin derTestmenge 11090

GesamtdauerderTestmenge 1 h 28 min
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B.5 MehrereDatenbankenumfassendeAufgaben

B.5.1 TrainingsaufgabeSDM+SieTill–BU

Die TrainingsaufgabeSDM+SieTill–BU (SpeechDatM undSieTill, BUchstabieren)kanndurch

die folgendenAttributebeschriebenwerden:

Wortschatz 98 (hauptsächlichBuchstaben)

Sprechart kontiniuierlich

AnzahlTrainingssprecher 1392

Wörterin derTrainingsmenge 17737

GesamtdauerderTrainingsmenge 5 h 48 min
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